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1 Einleitung 

1 Einleitung   

1.1 Einführung  

„Involuntary tremulous motion, with lessened muscular power, in parts not in action and 

even when supported, with a propensity to bend the trunk forwards, and to pass from a 

walking to a running pace: the senses and intellects being uninjured.“ (Parkinson, 1817)  

Dieses Zitat stellt die erste Definition der Erkrankung dar, die wir heute als Morbus Parkin-

son oder das idiopathische Parkinson-Syndrom (iPS) bezeichnen. James Parkinson, ein 

britischer Arzt, Chirurg und Paläontologe, veröffentlichte sie 1817 in seiner Arbeit „An Essay 

on the Shaking Palsy“ basierend auf seinen Beobachtungen an sechs Betroffenen. Darin 

identifizierte er die progredienten und zunächst einseitig auftretenden Symptome Rigor, 

Tremor und Bradykinese als zentrale Merkmale der „Shaking Palsy“ bzw. „Paralyse Agi-

tans“. Das Voranschreiten der Erkrankung führe laut Parkinson zu einem unweigerlichen 

Verlust der willentlichen Kontrolle über motorische Handlungen und letztendlich entschei-

dender Körperfunktionen wie der Nahrungsaufnahme, der Gehfähigkeit und der Harn- und 

Stuhlkontinenz (Parkinson, 1817). Im Verlauf der folgenden Jahre konnten dem Krankheits-

bild zahlreiche weitere insbesondere nicht-motorische Symptome zugeordnet werden. Der 

Begriff der Parkinson’s disease (PD) trat schließlich 1872 erstmalig in einer Arbeit des fran-

zösischen Neurologen Jean-Martin Charcot in Erscheinung (Goetz, 2011). Aktuell gewinnt 

die Erkrankung im Zuge des demographischen Wandels und der durchschnittlich immer 

älter werdenden Bevölkerung zunehmend an Bedeutung. Mittlerweile stellt das iPS, hinter 

dem Morbus Alzheimer, die zweithäufigste neurodegenerative Erkrankung in einkommens-

starken Ländern dar (Ascherio et al., 2016).  

1.2 Definition des idiopathischen Parkinson-Syndroms 

Das idiopathische Parkinson-Syndrom ist mit einem Anteil von 75% die am häufigsten auf-

tretende Form des Parkinson-Syndroms. Nach der international anerkannten Definition der 

Movement Disorder Society (MDS) ist das Vorliegen einer Bradykinese und mindestens 

eines der zwei extrapyramidalen Kardinalsymptome Rigor und Ruhetremor kennzeichnend 

für die Erkrankung (Hughes et al., 1992; Postuma et al., 2015). Als pathomorphologisches 

Korrelat der Beschwerden konnte insbesondere der Untergang dopaminerger Neurone in 

der Substantia nigra des Mesencephalons im Hirnstamm mit einem konsekutiven Dopamin-

mangel in den Basalganglien identifiziert werden. Abseits des iPS werden auch atypische 



 

 

2 Einleitung 

Parkinson-Syndrome und sekundäre bzw. symptomatische Formen des Parkinson-Syn-

droms differenziert. Diese Erkrankungen unterscheiden sich teilweise erheblich in Ätiologie, 

Pathogenese, Symptomatik, Verlauf und Prognose. Als wichtigste Vertreter der atypischen 

Parkinson-Syndrome werden die Multisystematrophie (MSA), die Demenz vom Lewy-Kör-

per-Typ (DLK), die progressive supranukleäre Blickparese (PSP) und die kortikobasale De-

generation (CBD) aufgeführt (Levin et al., 2016). Das Auftreten sekundärer Formen des 

Parkinson-Syndroms konnte im Zusammenhang mit der Einnahme bestimmter Medika-

mente sowie mit posttraumatischen, toxischen, entzündlichen, metabolischen und tumor-

ösen Pathologien beschrieben werden (Wenning et al., 2011).  

1.3 Epidemiologie  

Die Prävalenz des iPS liegt auf dem europäischen Kontinent durchschnittlich bei 108 bis 

257 Erkrankten pro 100.000 Einwohnern, womit es sich hier um die zweithäufigste neuro-

degenerative Erkrankung handelt. Dabei betrifft die Erkrankung vorrangig den älteren Teil 

der Bevölkerung. So findet sich bei alleiniger Betrachtung der über Sechzigjährigen eine 

Prävalenz von 1280 bis 1500 Erkrankten pro 100.000 Einwohnern (Dorsey et al., 2018; von 

Campenhausen et al., 2005). Das mittlere Erkrankungsalter des iPS beträgt 65-70 Jahre. 

Männer sind 1,3 bis 2,0-mal so häufig betroffen wie Frauen (Ascherio et al., 2016; Tysnes 

et al., 2017). Bedingt durch den in Industrienationen erwarteten Anstieg des mittleren Le-

bensalters infolge des demographischen Wandels wird erwartet, dass sich die Zahl der 

weltweit Betroffenen von 4,1 Millionen im Jahr 2005 auf 8,7 Millionen im Jahr 2030 verdop-

peln wird (Dorsey et al., 2007). 

1.4 Ätiologie  

Trotz intensiver wissenschaftlicher Bemühungen bleibt die genaue Ätiologie des iPS bis-

lang ungeklärt. Zum jetzigen Zeitpunkt wird von einem multifaktoriellen Geschehen bei der 

Krankheitsentstehung ausgegangen. Zahlreiche Studien konnten Zusammenhänge ver-

schiedener Umweltfaktoren und Genmutationen mit einem erhöhten bzw. einem reduzier-

ten Risiko für das Auftreten der Erkrankung beschreiben. (Kalia et al., 2015). Als begünsti-

gende Umwelteinflüsse für die Entstehung eines iPS gelten vorrangig der regelmäßige Um-

gang mit bestimmten Pestiziden und Herbiziden sowie rezidivierende kraniale Traumata. 

Wiederum konnten der Genuss von Nikotin und Koffein sowie die Einnahme von nichtste-

roidalen Antirheumatika (NSAR) und Calciumkanal-Blockern als risikovermindernde Ein-

flüsse identifiziert werden (Noyce et al., 2012). Weiterhin sind bislang mehr als 20 Gene 

bekannt, die autosomal dominant oder rezessiv, sofern mit bestimmten Mutationen belas-



 

 

3 Einleitung 

tet, das iPS monogenetisch bedingen oder das Erkrankungsrisiko erhöhen können. Mutati-

onen in den Genen LRRK2 (Park8), Parkin (Park 2) und SNCA (Park 1) gehören zu den am 

häufigsten registrierten genetischen Aberrationen, wohingegen Mutationen im GBA-Gen 

den größten genetischen Risikofaktor darstellen (Corti et al., 2011; Polymeropoulos et al., 

1997; Sidransky et al., 2012). Auch ohne klare autosomale Erbgänge konnte eine zwei- bis 

dreifache Erhöhung des familiären Risikos für das Auftreten eines iPS bei erstgradig Ver-

wandten von Betroffenen festgestellt werden (Gasser, 2005). Im Verständnis des Zusam-

menspiels und in der Identifizierung der verschiedenen Risikofaktoren wurden in den letzten 

Jahren große Fortschritte erzielt. Dennoch sind weitere Studien notwendig, um die exakte 

Pathogenese des iPS zukünftig nachvollziehen zu können.     

1.5 Pathophysiologie 

1.5.1 Physiologische Grundlagen 

Verschiedene Prozesse innerhalb des zentralen Nervensystems gelten als ursächlich für 

die Entstehung des klinischen Bildes des iPS mit seinen charakteristischen motorischen 

Defiziten (Dickson et al., 2009). Zum Verständnis der Pathophysiologie der Erkrankung sol-

len im Folgenden zunächst die physiologischen zentralnervösen Abläufe bei der Steuerung 

und Regulierung willkürlicher Motorik rekapituliert werden. 

Einen zentralen Bestandteil des motorischen Systems stellen die paarig angelegten Ba-

salganglien im Großhirn dar (Alexander et al., 1986). Anatomisch umfassen die Basalgang-

lien das Striatum im Großhirnmark (Nucleus caudatus und Putamen), das Pallidum (Globus 

pallidus pars externa und interna) und den Nucleus subthalamicus im Diencephalon sowie 

die Substantia nigra im Mesencephalon (pars compacta und pars reticulata). Die unter-

schiedlichen Strukturen kommunizieren mit Hilfe verschiedener Neurotransmitter und Sig-

nalkaskaden über komplexe neuronale Bahnen und Schleifen untereinander sowie mit kor-

tikalen Regionen und dem Thalamus. Als Neurotransmitter gelten hierbei insbesondere Do-

pamin, GABA, Substanz P, Enkephalin, und Glutamat als entscheidend. In der unten auf-

geführten Abbildung werden die Verbindungen der Basalganglien nach dem klassischen 

Modell der Basalganglienschleife veranschaulicht (Abbildung 1). Hiernach führt der Haupt-

fluss eines Bewegungsimpulses nach der Initiierung im Assoziationskortex des Großhirns 

vorrangig zum Striatum. Von hier erfolgt eine Weiterverschaltung über einen direkten und 

einen indirekten Weg. Unter Einbeziehung unterschiedlicher Areale des Pallidums und des 

Nucleus subthalamicus (nur im indirekten Weg) gelangt der Impuls schließlich über den 

Thalamus in den motorischen Kortex und von dort weiter zu motorischen Zentren des Hirn-

stamms und zum Rückenmark. Von diesen zentralen Verschaltungen gehen wiederum ver-

schiedene weitere Schleifen ab, die, unter Einbeziehung zusätzlicher Strukturen, eine 
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Rückkopplung und Feinjustierung der Impulse ermöglichen. Insbesondere der Substantia 

nigra wird hierbei eine große Bedeutung zuteil. So wirkt die pars compacta der Substantia 

nigra dopaminerg über D1-Rezeptoren desinhibierend auf den Motorik fördernden Anteil 

des Striatums (direkter Weg) und dopaminerg über D2-Rezeptoren inhibierend auf Motorik 

unterdrückende Anteile des Striatums (indirekter Weg) (Albin et al., 1989; Bartels et al., 

2009; Lang et al., 1998). Die exakten Abläufe sind nach wie vor Grundlage der Forschung 

und das hier dargestellte Modell unterliegt einer stetigen Weiterentwicklung.  

 

Abbildung 1: Darstellung der physiologischen Basalganglienschleife  

GABA: Gamma-Aminobuttersäure, GP: Globus pallidus/Pallidum; VA: Nucleus ventralis 

anterior; VL: Nucleus ventralis lateralis 

Quelle: Lang et al., 1998 

1.5.2 Pathologie und Pathogenese 

Der exakte Pathomechanismus des iPS ist nicht abschließend geklärt und Gegenstand ak-

tueller Forschung. In den vergangenen Jahren konnten einige Erklärungsansätze vorrangig 

auf der Grundlage histopathologischer Untersuchungen entwickelt werden.  

Der Rigor und die Bradykinese werden als motorische Kardinalsymptome des iPS primär 

mit einem progredienten Verlust dopaminerger Neurone innerhalb der pars compacta der 

Substantia nigra im Mesencephalon assoziiert. Hierbei kommt es pathophysiologisch zu 

einer Abnahme regulierender Einflüsse bei der Steuerung willkürlicher Bewegungsimpulse 
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innerhalb der Basalganglienschleife. Am stärksten betroffen zeigt sich üblicherweise der 

ventrolaterale Anteil der Substantia nigra, der in engem funktionalem Kontakt zum Striatum 

steht (Dickson et al., 2009). Es wird davon ausgegangen, dass die Diagnose des iPS in der 

Mehrzahl der Fälle zu einem Zeitpunkt gestellt wird, wenn etwa 60-70 % der dopaminergen 

Neurone der pars compacta bereits ausgefallen sind (Riederer et al., 1976). Ein ähnlicher 

Untergang von Nervenzellen konnte auch in weiteren Hirnregionen beobachtet werden. 

Insbesondere Neocortex, Locus coeruleus, Nucleus basalis Meynert, Amygdala und 

Hypothalamus sind häufig mitbetroffene Strukturen (Dickson, 2012). Hieraus können 

Störungen im Gleichgewicht der Neurotransmitter Noradrenalin, Serotonin, Glutamat und 

Acetylcholin resultieren, welche als ursächlich für weitere Symptome des iPS wie Tremor, 

Depression und Demenz vermutet werden (Jellinger, 1991). Histopathologisch finden sich 

in den betroffenen Neuronen meist Aggregationen des fehlgefalteten Transportproteins α-

Synuclein als sogenannte Lewy Körperchen und Lewy Neuriten (Goedert et al., 2013). 

Weitere Untersuchungen ergaben, dass derartige Aggregate bei iPS-Erkrankten auch in 

anderen anatomischen Strukturen wie dem Rückenmark, enterischem Nervensystem, 

Speicheldrüsen und der Haut zu finden sind (Bartels et al., 2009). Parkinson-Formen 

monogenen Ursprungs, insbesondere bei Mutationen in Genen der Parkin Familie, zeigen 

sich wiederum häufig ohne Lewy Pathologien (Poulopoulos et al., 2012). Auch weitere 

Proteinaggregate wie β-Amyloid oder Tau konnten bei iPS-Erkrankten bereits in ähnlicher 

Verteilung wie beim Morbus Alzheimer nachgewiesen werden (Irwin et al., 2012).  

Die Relevanz neuroinflammatorischer Prozesse, welche im Rahmen des iPS meist auf zel-

lulärer Ebene mittels Astrozyten und Mikroglia stattfinden, wird aktuell intensiv diskutiert 

(Tansey et al., 2010). Ebenso sind Dysfunktionen der Mitochondrien und des Ubiquitin-

Proteasom-Lysosom Systems sowie erhöhte Eisenablagerungen in der Substantia nigra 

als Ausdruck einer gestörten Eisen Homöostase Grundlage von Untersuchungen. Studien 

der vergangenen Jahre lieferten zudem Hinweise auf eine gesteigerte Anfälligkeit von Neu-

ronen in der Pars compacta der Substantia nigra gegenüber oxidativem mitochondrialem 

Stress durch reaktive Sauerstoffspezies bei iPS-Erkrankten (Bezard et al., 2011; Sian-

Hülsmann et al., 2011; Surmeier et al., 2013).  

Hinsichtlich der Entwicklung des iPS im Nervensystem wird aktuell das Modell von Braak 

et al. aus dem Jahr 2003 wissenschaftlich am intensivsten verfolgt. Demnach sollen die 

pathologischen Prozesse des iPS im peripheren Nervensystem beginnen und sich nach 

kranial über den olfaktorischen Bulbus und den motorischen Kern des Nervus vagus bis in 

den Neokortex ausbreiten. Diese Hypothese bietet eine Erklärung für das häufig initiale 

Auftreten nicht-motorischer Symptome (NMS) wie REM-Schlafverhaltensstörungen und ol-

faktorische Defizite (Braak et al., 2003). Daran anknüpfend existiert die Theorie, dass eine 
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transsynaptische Übertragung von α-Synuclein beim iPS ähnlich wie bei Prionenerkrankun-

gen stattfindet (Visanji et al., 2013). Studien am Mausmodell, bei denen α-Synuclein Fibril-

len in verschiedene Hirnregionen appliziert wurden, konnten diese Annahme anhand des 

Nachweises der Ausbreitung von Lewy Pathologien in entferntere Hirnareale unterstützen 

(Luk et al., 2012).   

1.6 Symptomatik 

1.6.1 Motorische Symptome 

Laut der MDS ist für alle Formen des Parkinson-Syndroms das Auftreten einer Bradykinese 

in Kombination mit einem Rigor, einem Ruhetremor oder beidem definierend. Das motori-

sche Symptom der posturalen Instabilität kann häufig zu einem späteren Zeitpunkt im Ver-

lauf der Erkrankung beobachtet werden (Postuma et al., 2015). Typisch ist ein initial unila-

terales Auftreten der motorischen Beeinträchtigungen sowie eine asymmetrische Progredi-

enz (Hughes et al., 1992).  

• Unter dem Begriff der Bradykinese wird die Verlangsamung von Bewegungen 

(Bradykinese) und die Reduktion der Bewegungsamplitude (Hypokinese) verstan-

den. Daraus ergeben sich zahlreiche sekundäre Symptome. Ein maskenhafter Ge-

sichtsausdruck mit reduzierter Mimik und vermindertem Lidschlag ist ebenso Aus-

druck der Hypo- und Bradykinese wie Dysarthrie, Hypophonie, Dysphagie, Sialor-

rhoe und Mikrographie. Generell sind eine Verarmung an spontaner Beweglichkeit 

und Defizite in der Durchführung antagonistischer und feinmotorischer Bewegungen 

zu beobachten (Berardelli et al., 2001; Marsden, 1989). 

• Der Tremor bezeichnet das rhythmische Bewegungsmuster, welches bei oszillie-

renden Kontraktionen agonistisch und antagonistisch tätiger Muskeln entsteht. Beim 

iPS tritt dieses Phänomen mit einer Frequenz von 4-6 Hz vornehmlich in Ruhe (Ru-

hetremor) und zu Beginn der Krankheit einseitig in den distalen Extremitäten auf. 

Eine geläufige Bezeichnung ist das „Pillendreher-Phänomen“ aufgrund charakteris-

tischer reibender Bewegungen zwischen Daumen und Zeigefinger. Darüber hinaus 

können auch Lippen, Kiefer und Zunge vom Tremor betroffen sein („Rabbit-

Zeichen“) sowie ein Halte- oder Bewegungstremor auftreten. Bei der Ausführung 

willkürlicher Bewegungen nimmt die Amplitude des Ruhetremors üblicherweise ab, 

bei psychischem Stress wird hingegen häufig eine Zunahme beobachtet  (Bartels et 

al., 2009). 

• Beim Rigor handelt es sich um einen allgemein gesteigerten Muskeltonus, der eben-

falls seitenbetont auftritt. Anfänglich äußert sich dieser lediglich durch muskuläre 
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Beschwerden und Schmerzen, später kann bei der passiven Bewegung der Extre-

mitäten ein wächserner Widerstand und das sogenannte Zahnradphänomen fest-

gestellt werden. Durch willkürliche Kontraktion entfernter Muskeln verstärkt sich üb-

licherweise das Symptom („Froment Manöver“) (Broussolle et al., 2007; Rodriguez-

Oroz et al., 2009). 

 

Insbesondere das gemeinsame Auftreten der Symptome Bradykinese, Rigor und Tremor 

bedingt die klassische Erscheinungsform von iPS-PatientInnen: Oberkörper und Kopf der 

Betroffenen sind nach ventral gebeugt, das Gesicht präsentiert eine wächserne Mimik und 

die Arme zeigen sich in der Ellenbeuge flektiert. Das Gangbild ist typischerweise auffällig. 

Neben eine Start-Stopp Problematik sind die einzelnen Schritte bis hin zu Trippelschritten 

verkürzt und beschleunigt. Die Füße werden reduziert angehoben und die Knie sind ge-

beugt. Der Armschwung ist meist asymmetrisch reduziert und die Anzahl der benötigten 

Wendeschritte erhöht. Im späteren Verlauf können Bewegungsblockaden im Sinne eines 

Freezing of Gait (FOG) auftreten, bei denen die PatientInnen für kurze Zeit unfähig sind, 

sich willentlich fortzubewegen (Giladi et al., 1997).  

Unabhängig von den oben genannten Symptomen können gelegentlich auch Störungen 

der Okulomotorik und frühkindliche Reflexe beobachtet werden (Jankovic, 2008).  

1.6.2 Nicht-motorische Symptome 

Abseits der extrapyramidal-motorischen Beschwerden imponieren bei über 90 % der iPS-

Erkrankten weitere nicht-motorische Symptome in vielfältiger Ausprägung. Einige dieser 

Symptome treten bereits viele Jahre vor den ersten motorischen Auffälligkeiten in Erschei-

nung und üben einen wesentlichen Einfluss auf die Lebensqualität der PatientInnen aus 

(Hussl et al., 2013; Martinez-Martin et al., 2011). Durchschnittlich vergehen etwa 12-14 

Jahre zwischen dem erstmaligen Auftreten des nicht-motorischen Symptoms „Rapid eye 

movement sleep behaviour disorder“ (RBD) und dem Beginn erster motorischer Symptome 

(Postuma et al., 2012). Mitunter sind eine Obstipation, eine olfaktorische Dysfunktion, eine 

Depression und eine Tagesmüdigkeit in der prämotorischen Phase zu beobachten. Im Ver-

lauf manifestieren sich meist weitere Beeinträchtigungen. Kognitive Defizite wie Aufmerk-

samkeits- und Exekutivstörungen, vegetative Probleme der Orthostase, der sexuellen 

Funktion und der Harnkontinenz sowie Störungen des Schlafs und des episodischen Ge-

dächtnisses sind hierbei häufige Beschwerden von Erkrankten (Martinez-Martin et al., 

2011). Durchschnittlich leiden 83% der PatientInnen 20 Jahre nach der Diagnosestellung 

an einer Demenz und 74 % an Halluzinationen (Abbildung 2) (Hely et al., 2008).  
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Abbildung 2: Zeitliche Entwicklung der Symptomatik des iPS 

RBD: Rapid eye movement sleep behaviour disorder; EDS: Excessive daytime sleepiness; 

MCI: Mild cognitive impairment  

Quelle: In Anlehnung an Kalia et al., 2015 

1.7 Allgemeine Komplikationen  

Im Verlauf des iPS treten vermehrt Komplikationen auf, die insbesondere mit der sympto-

matischen dopaminergen Therapie in Verbindung gebracht werden. Charakteristisch sind 

hierbei neben Wirkfluktuationen auch Dyskinesien, Impulskontrollstörungen und visuelle 

Verkennungen oder Halluzinationen. Unabhängig davon treten in späten Stadien der Er-

krankung oftmals eine posturale Instabilität, ein Freezing of Gait (FOG), Stürze, eine Dys-

phagie, eine Dysarthrie und kognitive Einschränkungen zutage. Autonome Symptome, wie 

eine Harninkontinenz, eine Obstipation und eine posturale Hypotension können zudem die 

Lebensqualität von Betroffenen stark beeinträchtigen. Der Umstand, dass diese Komplika-

tionen kaum oder gar nicht auf eine Behandlung mit Levodopa reagieren, wird darauf zu-

rückgeführt, dass ihnen vermutlich Pathologien nicht-dopaminerger Netzwerke zu Grunde 

liegen. Eine selbstständige Versorgung, Pflege und der Erhalt zentraler Körperfunktionen 

sind im späteren Verlauf der Erkrankung durch die Betroffenen letztlich meist nicht mehr zu 

leisten, weshalb häufig die Notwendigkeit intensiver Betreuung in Pflegeinstitutionen ent-

steht (Kalia et al., 2015).  
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1.8 Verlauf und Prognose  

Das iPS unterliegt einem progredienten Verlauf, der mit aktuellen Therapien nicht wesent-

lich verlangsamt oder aufgehalten werden kann. Zum zeitlichen Ablauf des Voranschreitens 

der Erkrankung liegen nur wenige belastbare Daten vor. Martilla et al. nutzten 1977 die 

noch heute gebräuchliche klinische Klassifikation nach Hoehn und Yahr, um den mittleren 

Verbleib der Erkrankten in den jeweiligen Stadien zu ermitteln (Hoehn et al., 1967). Dem-

nach verbringen die PatientInnen durchschnittlich zwischen 2,0 und 2,9 Jahren in den Sta-

dien I bis IV bevor sie in das nächsthöhere Stadium gelangen. Von der Diagnose bis zum 

Erreichen des höchsten Stadiums (V) vergehen im Mittel 9,7 Jahre. Betroffene, die eine 

tremordominante Form aufweisen, zeigen meist einen langsameren und milderen Verlauf 

als PatientInnen mit bradykinetisch-rigider Dominanz (Marttila et al., 1977).  

Auf Grund des sehr heterogenen Bildes, Verlaufs und Therapieansprechens des iPS emp-

fiehlt sich die Betrachtung neuer Kategorisierungen der Erkrankung. Fereshtehnejad et al. 

präsentierten 2017 eine Subtypisierung des iPS, die sie auf der Grundlage von Clusterana-

lysen an Daten von 421 PatientInnen entwickelten. Neben klinischen Charakteristika wur-

den hierbei auch Informationen aus Bildgebung, biologischen Proben und genetischen Un-

tersuchungen berücksichtigt. Die AutorInnen unterschieden drei Gruppen von iPS-Erkrank-

ten: Die Gruppe der leichtesten Form (mild motor predominant) zeichnet sich durch einen 

frühen Krankheitsbeginn, milde motorische und nicht-motorische Symptomatik, eine lang-

same Krankheitsprogredienz und ein gutes Ansprechen auf gängige medikamentöse The-

rapien aus. Bei der Gruppe der intermediären Form (intermediate) imponieren ein mittleres 

Alter bei Krankheitsbeginn, eine moderate Symptomatik und ein ausreichendes Anspre-

chen auf medikamentöse Therapien. Die Gruppe der schwersten Form (diffuse malignant) 

präsentiert schwere motorische und nicht motorische Symptome, ein schlechtes Anspre-

chen auf Levodopa, prominente Auffälligkeiten im DaT-Scan und MRT sowie eine schnelle 

Krankheitsprogredienz (Fereshtehnejad et al., 2017). De Pablo-Fernández et al. nutzten 

diese Subtypisierung in einer Meta-Analyse der Daten von 111 PatientInnen zur Bestim-

mung von Häufigkeitsverteilung und zeitlichem Verlauf der einzelnen Formen. Die Gruppe 

„mild motor predominant“ ist laut dieser Untersuchung mit 49-53% der Fälle am häufigsten 

vertreten, gefolgt von den Gruppen „intermediate“ (35-39%) und „diffuse malignant“ (9-

16%). In der durchschnittlichen Zeit von der Diagnose bis zum ersten schweren Indexer-

eignis, definiert als regelmäßige Stürze, Abhängigkeit vom Rollstuhl, kognitive Einschrän-

kungen oder Unterbringung in einem Pflegeheim, variieren die verschiedenen Subtypen 

erheblich. Bei PatientInnen der „mild motor predominant“ Gruppe vergehen im Mittel 14,3 

Jahre, bei der „intermediate“ Gruppe 8,2 Jahre und bei der „diffuse malignant“ Gruppe le-

diglich 3,5 Jahre bis zu einem solchen Ereignis (De Pablo-Fernández et al., 2019). 



 

 

10 Einleitung 

Auch in der mittleren Überlebensdauer von Erkrankten besteht eine starke Varianz. Eine 

Meta-Analyse von Macleod et al. zeigte, dass Betroffene nach der Diagnosestellung noch 

durchschnittlich zwischen 6,9 und 14,3 Jahre lebten (Macleod et al., 2014).  

Die Untersuchung von Sterbeurkunden ergab, dass die Todesursachen von iPS-PatientIn-

nen denen der allgemeinen Kontrollgruppe sehr ähnelten. Hierbei wird vermutet, dass der 

Tod in den meisten Fällen eintritt, bevor das finale Krankheitsstadium erreicht werden kann 

(Moscovich et al., 2017). Bei Todesursachen im direkten Zusammenhang mit der Parkin-

son-Erkrankung stellen Pneumonien die prominenteste Gruppe dar (Pennington et al., 

2010).  

1.9 Diagnostik  

1.9.1 Anamnese und klinische Untersuchung 

Die Diagnose des iPS wird auf der Grundlage klinischer Beobachtungen gestellt und kann 

definitiv ausschließlich postmortem, mittels des Nachweises von Lewy-Körperchen und 

Lewy Neuriten sowie des Untergangs dopaminerger Neurone der Pars compacta der Sub-

stantia nigra, bestätigt werden (Gibb et al., 1988). In der primären Diagnostik hat sich der 

Einsatz von SpezialistInnen mit Erfahrung in der Differentialdiagnostik von Parkinson-Er-

krankungen als sinnvoll erwiesen, um den Anteil falscher Diagnosen zu verringern (Schrag 

et al., 2002). In der deutschen S3 Leitlinie der „Arbeitsgemeinschaft der Wissenschaftlichen 

Medizinischen Fachgesellschaften e.V.“ (AWMF) von 2016 werden die „UK Parkinson's 

Disease Society Brain Bank Clinical Diagnostic Criteria“ (UK PDSBB) von 1988 als diag-

nostische Kriterien angeführt (AWMF, 2016). Im klinischen Alltag und in wissenschaftlichen 

Studien konnten sich allerdings die „MDS Clinical Diagnostic Criteria for Parkinson’s Dise-

ase“ mittlerweile weitestgehend durchsetzen (Kalia et al., 2016). Sie wurden als eine ge-

zielte Weiterentwicklung vorheriger Kriterien von Postuma et al. publiziert und bieten mit 

einer Sensitivität von 94,5% und einer Spezifität von 88,5% eine verbesserte diagnostische 

Genauigkeit im Vergleich zu den UK PDSBB (Postuma et al., 2018). Im Rahmen dieser 

Kriterien werden die PatientInnen mit Hilfe eines zweistufigen Leitfadens untersucht, um 

die Wahrscheinlichkeit des Vorliegens eines iPS zu ermitteln (Abbildung 3). 
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Abbildung 3: Diagnostischer Algorithmus der MDS  

Quelle: In Anlehnung an Postuma et al. 2015 

 

In der ersten Stufe der MDS-Kriterien steht die Frage nach dem Vorliegen einer Parkinson-

Erkrankung. Hierfür ist der Nachweis einer Bradykinese in Kombinationen mit mindestens 

einem der motorischen Symptome Rigor oder Ruhetremor entscheidend. Zu diesem Zweck 

wird die Erhebung der Unified Parkinson's Disease Rating Scale (UPDRS) in seiner von der 

Movement Disorder Society (MDS) überarbeiteten Version (MDS-UPDRS) empfohlen. Sie 

enthält genaue Instruktionen für eine ausführliche körperliche Untersuchung zur Erhebung 

eines allgemeinen Scores, der die Schwere der motorischen Symptome abbildet. Dieser 

Score wird zunächst ohne medikamentösen Einfluss und anschließend erneut, etwa eine 

Stunde nach der Einnahme einer definierten Menge des Wirkstoffs L-3,4-Dihydroxyphe-

nylalanin (Levodopa, L-Dopa), erhoben. Zusätzlich bietet der MDS-UPDRS mit verschiede-

nen Fragebögen die Möglichkeit zur Beurteilung und Dokumentation motorischer und nicht-

motorischer Beschwerden (Tabelle 1) (Goetz et al., 2008).  

 

 

Kein klinisches iPS 
>2 „red flags“ 

Liegt ein Parkinson-Syndrom vor? 

(Bradykinese + Ruhetremor und/oder Rigor) 
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Tabelle 1: Inhalte der MDS-UPDRS  

 

 

MDS: Movement Disorder Society; UPDRS: Unified Parkinson's Disease Rating Scale 

Quelle: In Anlehnung an Goetz et al., 2008  

 

Sofern die allgemeinen Symptome eines Parkinson-Syndroms vorliegen, wird in der zwei-

ten diagnostischen Stufe das Vorhandensein absoluter Ausschlusskriterien, unterstützen-

der Kriterien und sogenannter „red flags“ untersucht. Hierzu können die Anamnese, klini-

sche Untersuchungen sowie die Möglichkeiten der Bildgebung genutzt werden. Als abso-

lute Ausschlusskriterien für das Vorliegen eines iPS wurden unter anderem die funktionelle 

Bildgebung des präsynaptischen dopaminergen Systems ohne pathologischen Befund und 

ein auf die untere Extremität begrenztes Vorliegen von Symptomen über einen Zeitraum 

von mehr als drei Jahren definiert. Unterstützende Kriterien stellen beispielweise Levodopa-

induzierte Dyskinesien (LID) oder die Verbesserung des MDS-UPDRS Scores nach der 

Einnahme von Levodopa um mehr als 30% dar. Wiederum werden unter „red flags“ zum 

Beispiel die Notwendigkeit eines Rollstuhls zum Erhalt der Mobilität innerhalb der ersten 

fünf Jahre nach Beginn der Symptome oder eine bilaterale Symmetrie der Beschwerden 

aufgeführt. Sofern keine absoluten Ausschlusskriterien oder „red flags“ und mindesten zwei 

unterstützende Kriterien dokumentiert werden, kann die Diagnose eines klinisch etablierten 

iPS gestellt werden. Das Vorliegen von genauso vielen oder mehr unterstützenden Kriterien 

als „red flags“ (maximal zwei) definiert die MDS als klinisch wahrscheinliches iPS (Postuma 

et al., 2015).  

Anhand des klinischen Beschwerdebildes der PatientInnen kann eine Einteilung in die drei 

Verlaufsformen Tremordominanz-Typ, akinetisch-rigider Typ und Äquivalenz-Typ unter-

nommen werden (van Rooden et al., 2010). Die tremordominante Form geht hierbei häufig 

mit einer langsameren Progredienz und einer geringeren Behinderung einher als die beiden 

anderen Formen (Jankovic et al., 1990). Den Unterschieden dieser Typen liegen am ehes-

ten Differenzen ihrer jeweiligen Pathogenese zu Grunde (Marras et al., 2013).  

Abschnitt Inhalt Details 

UPDRS I 
Erfahrungen des täglichen Le-

bens - nicht-motorische Aspekte  

13 Items: 

• IA: Mit UntersucherIn 

• IB: Eigenständig 

UPDRS II 
Erfahrungen des täglichen Le-

bens – motorische Aspekte  
13 Items: Eigenständig 

UPDRS III Motorische Untersuchung 18 Items: Mit UntersucherIn 

UPDRS IV Motorische Komplikationen  6 Items: Durch UntersucherIn 
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Eine Einschätzung der Krankheitsschwere gelingt üblicherweise mit der international ge-

läufigen Klassifikation nach Hoehn und Yahr. Anhand dieser kann der klinische Zustand der 

PatientInnen orientierend an der posturalen Stabilität innerhalb von fünf Krankheitsstadien 

eingeordnet werden (Tabelle 2) (Hoehn et al., 1967).  

 

Tabelle 2: Modifizierte Klassifikation nach Hoehn und Yahr  

 

 
Quelle: In Anlehnung an Hoehn et al., 1967 

1.9.2 Weitere Diagnostik  

Die zerebrale Bildgebung stellt einen wichtigen Bestandteil der frühen Differentialdiagnostik 

des Parkinson-Syndroms dar. Hierbei können verschiedene Verfahren abhängig von der zu 

Grunde liegenden Fragstellung zum Einsatz kommen. Ein standardisierter Einsatz in der 

Diagnostik des iPS wird aktuell allerdings nicht empfohlen (Postuma et al., 2015).   

Die Magnetresonanztomographie (MRT) konnte sich insbesondere bei der Abgrenzung des 

iPS von symptomatischen Parkinson-Formen mit strukturellen Veränderungen wie dem 

Normaldruckhydrozephalus oder der zerebralen Mikroangiopathie etablieren (Mahlknecht 

et al., 2010). Auch ausgewählte nuklearmedizinische Verfahren haben in den vergangenen 

Jahren deutlich an Bedeutung gewonnen. So bietet die 18F-Fluordesoxyglukose Positronen-

Emissions-Tomographie (FDG-PET) eine gute Möglichkeit zur Differenzierung des Parkin-

son-Syndroms auf der Grundlage von krankheitsspezifischen degenerativen Mustern (Tang 

et al., 2010). In ähnlicher Weise kann die Single-Photon-Emissionscomputertomographie 

(SPECT) als semiquantitatives Verfahren unter Verwendung unterschiedlicher Radioiso-

tope zur Abklärung von klinisch unklaren Parkinson- oder Tremor-Syndromen genutzt wer-

den. Verwendung finden dabei vorrangig die präsynaptische Dopamin-Transporter 123I-FP-

CIT-SPECT (DaT-Scan) und die postsynaptische 123I- IBZM-SPECT. Bei Vorliegen eines 

Stadium Merkmal 
0 Keine Anzeichen der Erkrankung 

1 Unilaterale Symptomatik 

1.5 Unilaterale Symptomatik mit axialer Beteiligung 

2 Bilaterale Symptomatik ohne Störungen des Gleichgewichts 

2.5 Leichte bilaterale Symptomatik mit Ausgleich beim „Zugtest“ 

3 
Leichte bis mäßige bilaterale Symptomatik: 

Leichte Haltungsinstabilität; körperlich unabhängig 

4 Starke Behinderung, lauf- und stehfähig 

5 Mobilität nur im Rollstuhl oder bettlägerig 
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iPS gelingt hiermit der Nachweis eines asymmetrischen dopaminergen Stoffwechsels im 

nigrostriatalen System (Vlaar et al., 2007). Eine weitere vielversprechende Option zur Ab-

grenzung des iPS von der MSA bietet die myokardiale 123I-MIBG-SPECT, die beim iPS eine 

noradrenerge Innervationsstörung des Herzens sichtbar werden lässt (Courbon et al., 

2003). Der Einsatz nuklearmedizinischer Verfahren sollte vor dem Hintergrund der hohen 

Kosten, der Strahlenbelastung und dem verbundenen Aufwand jedoch individuell kritisch 

diskutiert werden (Kalia et al., 2015). 

Als ein weiteres bildgebendes Verfahren findet auch die transkranielle Sonographie (TCS) 

seit einigen Jahren zunehmenden Einsatz in der Frühdiagnostik des iPS. Sofern die An-

wendung durch erfahrene UntersucherInnen mit Hilfe qualitativ hochwertiger Geräte erfolgt, 

produziert sie kostengünstig, schnell und ohne schädliche Strahlenbelastung überzeu-

gende Ergebnisse. Verwendet wird hierzu das temporale Schallfenster, sodass insbeson-

dere Substantia nigra und Stammganglien beurteilt werden können. Das iPS, die DLK und 

die CBD sind zumeist mit einer Hyperechogenität in den genannten Strukturen assoziiert 

(van de Loo et al., 2010).  

Bei einem frühen Verdacht auf ein iPS können auch olfaktorische Testverfahren als ergän-

zende diagnostische Mittel eingesetzt werden (Tolosa et al., 2009). Die Liquoranalyse hat 

in der Diagnostik des iPS nach aktuellem Kenntnisstand keinen relevanten Stellenwert 

(Waragai et al., 2013).  

1.10 Therapie 

1.10.1 Grundlagen der Therapie  

Die heute genutzten Optionen in der Therapie des iPS stellen allesamt symptomatische 

Behandlungsformen dar und können die Progredienz der Erkrankung letztlich nicht aufhal-

ten. Eine kausale oder neuroprotektive Therapie steht trotz intensiver und langjähriger For-

schung nicht zur Verfügung. Die Wahl der Behandlung wird vorrangig von Alter, Erkran-

kungsdauer und Ausprägung bzw. Schwere von Komorbiditäten der Erkrankten bestimmt. 

Ziele der Therapie sind, abseits der Linderung der motorischen und nicht-motorischen 

Symptome, die Lebensqualität und die Partizipation am Alltag der PatientInnen in jedweder 

Art zu verbessern bzw. aufrecht zu erhalten. Die medikamentöse Therapie dient nach wie 

vor als Grundlage aller Behandlungskonzepte. Sie kann mit weiteren konservativen und 

chirurgischen Maßnahmen kombiniert werden. Eine große Herausforderung in der Anpas-

sung und Feinjustierung der individuellen Therapie ist die objektive und quantitative Erfas-

sung der Beschwerden, insbesondere im Tagesverlauf. Zahlreiche Arbeiten haben sich die-

ser Problematik angenommen und versucht Lösungsansätze zu entwickeln. Bisher konnte 
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sich allerdings keiner dieser Ansätze im klinischen Alltag etablieren (Pedrosa et al., 2013; 

Rovini et al., 2019). 

1.10.2 Medikamentöse Therapie 

Der grundsätzliche Ansatz der medikamentösen Therapie des iPS zielt darauf ab, einen 

Ausgleich des durch den Untergang dopaminerger Neurone in der Substantia nigra pars 

compacta bedingten Mangels an Dopamin zu erreichen. Darüber hinaus bietet das Un-

gleichgewicht der Neurotransmitter Acetylcholin, Glutamat, Serotonin und Noradrenalin 

weitere Angriffspunkte für zahlreiche Substanzen. Es wird empfohlen mit der Therapie des 

iPS zu beginnen, sobald Symptome der Erkrankung zu einer Beeinträchtigung der Lebens-

qualität führen. Medikamente, die zur Behandlung motorischer Beschwerden Verwendung 

finden, sind vorrangig Levodopa, Dopaminagonisten, Monoaminooxidase-Typ-B-Inhibito-

ren (MAO-B-Hemmer), Catechol-O-Methyltransferase-Inhibitoren (COMT-Hemmer), 

Amantadin und Anticholinergika (Fox et al., 2018). 

Levodopa wird als physiologisches Dopamin-Vorläufer Protein bereits seit den 1960er Jah-

ren genutzt und stellt noch immer den Goldstandard in der Therapie des iPS dar (Fahn, 

2008). Eingenommen wird es in der Kombination mit einem Decarboxylasehemmer (Ben-

serazid oder Carbidopa), der die periphere Metabolisierung in Dopamin verhindert und so-

mit die Bioverfügbarkeit im Zentralnervensystem (ZNS) garantiert (Brichta et al., 2013). 

Trotz seiner sehr guten Wirksamkeit auf die motorischen Symptome Rigor und Bradykinese 

muss der Einsatz auf Grund zahlreicher Nebenwirkungen kritisch und regelmäßig überprüft 

werden und in möglichst niedriger Dosierung stattfinden. Entscheidend ist hierbei das Auf-

treten unwillkürlicher Bewegungen (Dyskinesien) und Wirkfluktuationen, die bereits bei 

etwa 40% der PatientInnen nach vier bis sechs Jahren Behandlung beobachtet werden 

können (Ahlskog et al., 2001). Wirkfluktuationen zeigen sich in verschiedenen Formen und 

erschweren eine gleichmäßige Unterstützung und Steuerung der Beweglichkeit. Die Wirk-

stärke gleicher Dosen nimmt mit der Dauer der Therapie ab, weshalb verstärkt Phasen der 

Unterbeweglichkeit (Off-Phasen), im Sinne eines verfrühten Nachlassens der Wirkung 

(Wearing-Off), plötzlichen Wirkverlusts (On-Off-Phänomen) oder verzögerten bis ausblei-

benden Wirkeintritts zu beobachten sind (Ossig et al., 2013). MAO-B-Hemmer, die das Do-

pamin-verstoffwechselnde Enzym Monoaminooxidase-B blockieren, sowie non-ergoline 

Dopaminagonisten (retardiert/nicht-retardiert) stellen Alternativen dar, welche auch in frü-

hen Stadien des iPS empfohlen werden. Sie sind bei leichten Symptomen ähnlich effektiv 

wie Levodopa, weisen jedoch deutlich seltener Dyskinesien und Wirkungsfluktuationen auf. 

Wiederum können bei der Einnahme von Dopaminagonisten wie Pramipexol, Rotigotin, Ro-

pinirol und Piribedil Nebenwirkungen auftreten, die im Zusammenhang mit Levodopa deut-
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lich seltener beobachtet werden. Neben Übelkeit, Ödemen und Tagesmüdigkeit führen Hal-

luzinationen und Impulskontrollstörungen mit einem Hang zu pathologischem Glücksspiel, 

sexueller Enthemmung, zwanghaftem Einkaufen oder Essattacken zu starken Beeinträch-

tigungen.  

Um „Off“-Zeiten zu verkürzen, können COMT-Hemmer, die eine vorzeitige periphere Me-

thylierung von Levodopa verhindern, MAO-B Hemmer und der N-Methyl-D-Aspartat 

(NMDA) Antagonist Amantadin in Kombination mit Levodopa eingesetzt werden.  Die Wirk-

weise des Amantadins ist dabei noch nicht vollständig verstanden. Auch retardierte Darrei-

chungsformen von Levodopa sind als Mittel zur Kontrolle von Wirkungsfluktuation zu erwä-

gen. Anticholinergika können bei therapieresistentem Tremor sinnvoll sein, sollten aber auf 

Grund vielfältiger Nebenwirkungen in zweiter Wahl und nicht bei geriatrischen PatientInnen 

empfohlen werden (Fox et al., 2018). Alternativ zeigen sich ß-Blocker und Clozapin häufig 

effektiv bei der Behandlung von iPS-assoziiertem Tremor (Foster et al., 1984; Thomas et 

al., 2010). Weitere Optionen in der medikamentösen Therapie fortgeschrittener Stadien 

stellen kontinuierliche Darreichungsformen von Medikamenten dar.  Die subkutane Appli-

kation von Apomorphin mittels kleiner Pumpen wird intermittierend oder kontinuierlich ein-

gesetzt, um täglichen motorische Fluktuationen entgegen zu wirken (Guthikonda et al., 

2014). Levodopa kann in Form eines Gels über eine intestinale Sonde unter Umgehung der 

Magenpassage in den Dünndarm verabreicht werden (Levodopa-Carbidopa-Intestinal-Gel-

Therapie) (Antonini et al., 2015). Vorrangig bei nächtlicher Bradykinese und morgendlichen 

Dystonien wird die transdermale Applikation des Dopaminagonisten Rotigotin über ein 

Pflaster mit einer Wirkstofffreisetzung über 24 Stunden empfohlen (Sanford et al., 2011). 

Die Behandlung nicht-motorischer Symptome gestaltet sich meist schwieriger als die mo-

torischer. Dennoch stehen einige Präparate zur Verfügung, die eine Kontrolle dieser Be-

schwerden ermöglichen können. Depressionen im Zusammenhang mit dem iPS werden 

üblicherweise mit selektiven Serotonin-Wiederaufnahmehemmern behandelt. Ebenso kön-

nen auch andere Wirkstoffklassen von Antidepressivan sowie Pramipexol genutzt werden. 

Für Schlafstörungen werden Benzodiazepine und Melatonin empfohlen. Dementiellen Ent-

wicklungen soll wiederum mit dem Acetylcholinesterase-Inhibitor Rivastigmin begegnet 

werden. Bei Psychosen sind atypische Antipsychotika wie Clozapin und Quetiapin neben 

Rivastigmin Mittel der Wahl. Obstipationen können mittels Macrogol therapiert werden 

(Carrasco et al., 2018). Bei orthostatischer Hypotonie zeigen Domperidon, Mineralkor-

tikoide und Pyridostigmin häufig eine signifikante Wirkung (Seppi et al., 2019).  

Insgesamt ist die Datenlage zu Behandlungsmöglichkeiten nicht-motorischer Symptome 

beim iPS trotz der genannten Optionen lückenhaft und nach wie vor Grundlage wissen-

schaftlicher Studien.  
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1.10.3 Weitere Therapieverfahren 

Weitere konservative Therapiemöglichkeiten sollten zur Steigerung der Lebensqualität 

beim iPS auf Grund dessen heterogenen klinischen Bildes immer die Grundlage jedweder 

Therapie bilden. Regelmäßige intensive physio- und ergotherapeutische Betreuung sowie 

selbstständige sportliche Betätigungen haben einen starken positiven Einfluss auf Mobilität 

und Selbstständigkeit der Betroffenen im Alltag. Ebenso können die Kommunikations- und 

Schluckfähigkeit mit Hilfe von logopädischer Therapie unterstützt und lange Zeit aufrecht-

erhalten werden. PatientInnen, die im Rahmen des iPS eine depressive Symptomatik ent-

wickeln, sollte der Zugang zu einer Psychotherapie gewährleistet werden. Psychoedukation 

durch den behandelnden Arzt und spezielle Schulungsprogramme für Erkrankte und ihre 

Angehörigen sind außerdem hilfreich, um ein Verständnis für das Krankheitsbild und die 

Therapie aufzubauen. In der späten Krankheitsphase des iPS ist eine professionelle palli-

ative Betreuung und eine suffiziente Aufklärung über den weiteren Verlauf von großer Be-

deutung (Boersma et al., 2014).  

In den vergangenen Jahren haben auch operative Verfahren in der Behandlung des iPS 

zunehmend an Bedeutung gewonnen. Die tiefe Hirnstimulation (THS) stellt mittlerweile ein 

etabliertes vergleichsweise sicheres Verfahren dar und bietet eine überzeugende Ergän-

zung zur medikamentösen Therapie (Bratsos et al., 2018). Hierbei werden Elektroden ste-

reotaktisch in ausgewählten Hirnbereichen ein- oder beidseitig chirurgisch platziert und im 

Anschluss Stimulationsparameter und Medikation individuell angepasst, um den bestmög-

lichen Effekt zu generieren. Positive Faktoren zur Durchführung einer THS sind ein gutes 

Ansprechen auf Levodopa und der Ausschluss von Frühsymptomen einer Demenz, Komor-

biditäten und neurochirurgischen Kontraindikationen (Fox et al., 2018). Die häufigste ge-

nutzte Form der THS ist die bilaterale elektrische Stimulation des Nucleus subthalamicus 

(STN). Sie zeigt die besten Ergebnisse bei medikamentös nicht kontrollierbaren motori-

schen Fluktuationen, Dyskinesien und therapieresistentem Tremor. Alternativ kann bei un-

ter medikamentöser Therapie refraktären motorischen Komplikationen eine bilaterale Sti-

mulation des Globus pallidus internus (GPI) unternommen werden (Odekerken et al., 2013). 

Sofern sich ein iPS mit Tremordominanz und Kontraindikationen für eine STN-Stimulation 

präsentiert, ist auch eine uni- oder bilaterale Stimulation des Nucleus ventralis intermedius 

des Thalamus (VIM) möglich (Benabid et al., 1991). Andere international seltener ange-

wandte Maßnahmen zur Behandlung tremordominanter Formen des iPS sind die MRT-

gesteuerte hochfokussierte Ultraschallbestrahlung des Thalamus und die Thalamotomie 

(Bond et al., 2017; Kabra et al., 2018). Wegen des hohen Risikos unerwünschter Begleit-

erscheinungen werden diese in der aktuellen Leitlinie der Deutschen Gesellschaft für Neu-

rologie (DGN) nicht aufgeführt (AWMF, 2016).  



 

 

18 Einleitung 

1.10.4 Levodopa-induzierte Dyskinesien 

Levodopa-induzierte Dyskinesien (LID) stellen gemeinsam mit Wirkungsfluktuationen eine 

schwerwiegende Problematik in der Behandlung des iPS dar. Sie manifestieren sich als 

unwillkürliche Bewegungen meist choreatiformen oder dystonen Charakters, die initial häu-

fig an der unteren Extremität der stärker betroffenen Seite beginnen. Im weiteren Verlauf 

können jegliche Muskelgruppen des Körpers betroffen sein (Fabbrini et al., 2009). LID tre-

ten überwiegend auf, wenn die Levodopa Konzentration ihr Maximum erreicht hat (peak-

dose dyskinesia). Seltener sind sie zu Beginn oder am Ende der Wirkung einer Dosis zu 

beobachten (diphasic dyskinesia). Zusätzlich können sich auch in Phasen fehlenden Ef-

fekts der Medikation Verkrampfungen von Händen oder Füßen einstellen (off-period dysto-

nia) (Guridi et al., 2012). Insgesamt leiden etwa 40% der Erkrankten vier bis sechs Jahre 

nach Beginn der Behandlung mit Levodopa an Dyskinesien (Ahlskog et al., 2001). Patien-

tInnen mit einem frühen Krankheitsbeginn vor dem 60. Lebensjahr (early-onset) besitzen 

ein größeres Risiko Dyskinesien zu entwickeln als solche mit einem späten Beginn (late-

onset). Hohe initiale und kumulative Gesamtdosen von Levodopa, das weibliche Ge-

schlecht und eine lange Erkrankungsdauer konnten ebenfalls als Risikofaktoren für das 

Auftreten von Dyskinesien identifiziert werden (Ku et al., 2010; Prange et al., 2019).  

Der pathophysiologische Hintergrund von Dyskinesien ist nicht vollständig geklärt und es 

werden verschiedene Modelle diskutiert. So korreliert das Ausmaß des Untergangs dopa-

minerger Zellen mit dem Auftreten und der Schwere von Dyskinesien im Tiermodell (Paillé 

et al., 2004). Ursächlich könnte eine damit einhergehende Störung der Speicherung und 

kontinuierlichen Freisetzung von Dopamin sein. Ergänzend wird vermutet, dass die pulsa-

tile Erregung dopaminerger Rezeptoren durch die diskontinuierliche Zufuhr von Levodopa 

zu einer Modifikation der Zielzellen im Sinne einer gesteigerten Sensibilität gegenüber Do-

pamin führt (Santini et al., 2008). Eine weitere Hypothese stellt andere Neurotransmitter-

systeme und dabei insbesondere serotonerge Neurone, die den Mangel an Dopamin ver-

suchen auszugleichen, ohne einer entsprechenden Regulation zu unterliegen, in den Vor-

dergrund (Carta et al., 2010).   

Um motorische Komplikationen im Rahmen der dopaminergen Therapie weitestgehend zu 

vermeiden, wird der frühe Einsatz von Dopaminagonisten und MAO-B Hemmern empfoh-

len. Zur Prävention der diskontinuierlichen Dopamin Belastung und zur Einsparung von 

Levodopa kann in späteren Stadien eine Kombination von Levodopa mit Dopaminagonis-

ten, MAO-B Hemmern, Amantadin, COMT-Hemmern oder Clozapin erwogen werden. In 

ähnlicher Intention bieten sich auch retardierte Formen von Levodopa und kontinuierliche 

Applikationsformen (s.o.) an. Sollten medikamentöse Maßnahmen nicht den gewünschten 

Effekt erzielen, stellt die THS eine sehr wirksame chirurgische Behandlungsoption dar 

(Armstrong et al., 2020). 



 

 

19 Einleitung 

1.10.5 Therapiemonitoring 

1.10.6 Aktuelle Verfahren  

Derzeitig ist das Ziel aller Therapiemöglichkeiten des iPS die Linderung von Beschwerden 

und die Verbesserung der Lebensqualität der PatientInnen. Eine kausale Behandlung ist 

ebenso wenig verfügbar, wie krankheitsmodifizierende Maßnahmen. Aus diesen Gründen 

ist es die Aufgabe der TherapeutInnen, die Therapie so spezifisch wie möglich an die indi-

viduellen Bedürfnisse der PatientInnen anzupassen (Martinez-Martin et al., 2015). Insbe-

sondere starke Schwankungen von Symptomen im Tagesverlauf und Fluktuationen der do-

paminergen Medikation mit schnellem Wechsel zwischen Phasen guter („On“) und schlech-

ter („Off“) Beweglichkeit stellen eine große Belastung in der Alltagsbewältigung der Betroffe-

nen dar. Sie erfordern präzise und bedarfsorientierte Medikamentenpläne, um ihr Auftreten 

weitestgehend zu unterdrücken (Ossig et al., 2013). Entscheidungen hinsichtlich der The-

rapie und deren Adjustierung basieren momentan überwiegend auf dem Eindruck der The-

rapeutInnen vom klinischen Status der PatientInnen während deren Konsultationen. Dabei 

können nur die Beschwerden in der jeweiligen Situation genauer beurteilt werden, eine Ein-

schätzung der täglichen Symptomfluktuationen ist nur unzureichend möglich (Bhidayasiri 

et al., 2017).  

Während des Arzt-Patienten Kontaktes erfolgt meist die Erhebung der standardisierten 

MDS-UPDRS (Goetz et al., 2008). Hierbei werden Werte zu motorischen Symptomen bei 

einer ausführlichen körperlichen Untersuchung ermittelt und Informationen über motorische 

Komplikationen sowie motorische und nicht-motorische Aspekte des täglichen Lebens ge-

sammelt. Bei regelmäßiger Erhebung können durch den Vergleich der ermittelten Werte 

die Geschwindigkeit der Krankheitsprogredienz und Veränderungen der Krankheits-

schwere nachvollzogen werden (Goetz et al., 2008). Auch finden Patiententagebücher wie 

das von Hauser et al., in denen eigene Beobachtungen zur Symptomatik und dessen Ver-

lauf dokumentiert werden, breiten Einsatz im klinischen Alltag (Bhidayasiri et al., 2017; 

Hauser et al., 2000). Die Bewertung dieser Einträge sollte jedoch zurückhaltend erfolgen. 

Neben der starken Subjektivität der dargelegten Informationen sind unter anderem die re-

duzierten kognitiven Kapazitäten schwer betroffener PatientInnen und die häufig vermin-

derte Krankheitswahrnehmung zu beachten (Maier et al., 2017).  

Zusätzlich existieren noch zahlreiche weitere Fragebögen, Skalen und standardisierte mo-

torische Übungen, deren Durchführung individuell erwogen werden kann. Sie bieten die 

Möglichkeit, wichtige Informationen zu motorischen, wie auch nicht-motorischen Beschwer-

den und der psychischen Belastung der Erkrankten im Alltag zu erhalten. Zur Einschätzung 

kognitiver Einschränkungen wird die Kombination aus mehreren neuropsychologischen 

Tests empfohlen. Bhidayasiri et al. haben einen Überblick über die international gängigsten 
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Verfahren zur detaillierten Beurteilung des Status von iPS-PatientInnen erstellt (Tabelle 3) 

(Bhidayasiri et al., 2017).  

Um eine professionelle Einschätzung der Symptome im Tagesverlauf zu ermöglichen, wer-

den aktuell im Rahmen von Projekten in einigen Kliniken Videos definierter und an die MDS-

UPDRS angelehnter Übungen ausgewertet, die von den PatientInnen im häuslichen Umfeld 

unter Anleitung und in regelmäßigen Abständen aufgenommen werden. Kritisch zu bewer-

ten ist hierbei, dass einzelne Symptome wie der Rigor aus der reinen Beobachtung heraus 

nicht beurteilt werden können und die Phasen zwischen den Aufnahmen unberücksichtigt 

bleiben. Das Verfahren ist zudem für PatientInnen und TherapeutInnen sehr zeitintensiv 

und erfordert eine hohe Compliance (Kleinholdermann et al., 2019). Eine Lösung für die 

aufgeführten Schwierigkeiten des regelmäßigen Monitorings von iPS-PatientInnen könnten 

technische Hilfsmittel in Form von sensorgestützter und tragbarer Technologie darstellen. 

Abseits des Therapie-Monitorings sind derartige Systeme auch im Rahmen der Diagnostik 

der Erkrankung vorstellbar.  
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Tabelle 3: International genutzte Verfahren zur Beurteilung von Symptomen des iPS 

 
Schwerpunkt Standardverfahren 

Diagnose 

MDS Kriterien 

Brain Bank Kriterien  

DaTScan oder andere molekulare bildgebende Verfahren 
Ultraschall der Substantia nigra 

Gesamtbewertung 
Hoehn und Yahr Klassifikation 

Clinical Impression of Severity Index  

Umfassende Skalen zur motorischen und 

funktionellen Beurteilung 

MDS-UPDRS 
SCOPA 

Schwab-England-Skala 

Axiale Bewertung 

Berg Balance Skala 
Tinetti Balance Skala 

PIGD Index  

FOGQ 
6 und 10 Minuten Gehtest 

Timed up and go Test 

Andere motorische Tests 
Purdue Pegboard Test 

Alternierendes Zwei-Fingertapping 

Motorische Komplikationen 

WOQ-9 

Hauser Tagebuch 

MDS-UPDRS Abschnitt IV 

Umfassende nicht-motorische Skalen 
NMS Quest 
NMSS 

Kognition 

TMT, SDMT, Uhren-Zeichen-Test, Boston Naming Test, Ani-

mal Naming Test, FCSRT, Figural Memory Test, JLO, Inter-
secting Pentagons Test 

Verschiedenes 
Schlaf: PDSS, ESS 

Autonome Beeinträchtigungen: SCOPA-AUT 

 
MDS: Movement Disorder Society; DaT-Scan: Dopamin-Transporter-Szintigraphie, 

UPDRS: Unified Parkinson's Disease Rating Scale; SCOPA: Scales For Outcomes In Park-

inson's Disease; PIGD: Postural Instability And Gait Difficulty Phenotypes; FOGQ: Freezing 

Of Gait Questionnaire; UDysRS: Unified Dyskinesia Rating Scale; WOQ-9: Wearing-Off 

Questionnaire; NMSQuest: Parkinson's Nonmotor Symptoms Questionnaire; NMSS: Non-

Motor Symptoms Scale For Parkinson's Disease; TMT: Trail Making Test; SDMT: The Sym-

bol-Digit Modalities Test; FCSRT: The Free And Cued Selective Reminding Test; JLO: The 

Benton's Judgment Of Line Orientation; PDSS: Parkinson Disease Sleep Scale; ESS: Ep-

worth Sleepiness Scale; SCOPA-AUT: Scales for Outcomes in Parkinson’s Disease-Auto-

nomic Questionnaire; FTM: Fahn-Tolosa-Marin 

Quelle: In Anlehnung an Bhidayasiri et al., 2017; Monje et al., 2019 
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1.10.7 Hintergrund und Nutzen technischer Verfahren  

Mit der Entwicklung von Methoden zur objektiven Quantifizierung bzw. Klassifizierung von 

Symptomen des iPS wurde bereits in den 1880er Jahren begonnen. Die Neurologen Char-

cot und Gowers setzten erstmals mechanische Instrumente zur Aufzeichnung des Ruhe-

tremors bei Parkinson-PatientInnen ein. Hiermit beschrieben sie eine charakteristische Tre-

morfrequenz von 4,8 bis 7,0 Oszillationen pro Sekunde (Charcot, 2011; Gowers, 1898). In 

den folgenden Jahren wurden weitere Techniken wie Beschleunigungssensoren und die 

Elektromyographie (EMG) mit dem Ziel erprobt, Parameter zur Beurteilung und Identifizie-

rung von Symptomen des iPS zu definieren (Boshes et al., 1955). Das Akzelerometer, eine 

Form eines Beschleunigungssensors, fand in den 1940er Jahren initial als „Finger-Tremo-

meter“ Verwendung (Edwards, 1946). Ein erstes tragbares Gerät, welches eine kontinuier-

liche Messung der Tremoraktivität ermöglichte, präsentierten schließlich Cowell et al. im 

Jahr 1965 (Cowell et al., 1965). Trotz ihrer stetigen Weiterentwicklung konnten sich derar-

tige Systeme nicht im klinischen Alltag durchsetzen. Vielmehr gerieten zunehmend Bewer-

tungsskalen zur Quantifizierung klinischer Beobachtungen in den Fokus wissenschaftlicher 

Bemühungen (Fahn, 1987). Ihr Vorteil bestand darin, unterschiedliche Ausprägungsformen 

des iPS in einer einzelnen Klassifikation integrieren zu können. Die Skalen von Schwab 

und England und Hoehn und Yahr stellten die ersten Bewertungssysteme dar, die einen 

breiten Einsatz in der klinischen Praxis fanden (Hoehn et al., 1967; Schwab et al., 1969). 

Mittlerweile stellt die MDS-UPDRS die international gebräuchlichste Klassifikation sowohl 

im klinischen als auch im wissenschaftlichen Kontext dar. Hierbei weist die Skala neben 

Stärken wie einer hohen internen Konsistenz und sehr guten Test-Retest Reliabilität auch 

einige Schwächen auf (Goetz et al., 2008; Siderowf et al., 2002). So ist die Absolvierung 

der vollständigen Untersuchung zeit- und ressourcenintensiv (Goetz et al., 2008). Der Ein-

satz der MDS-UPDRS ist daher meist auf die regelmäßigen ärztlichen Konsultationen be-

schränkt. Eine Erfassung täglicher Symptomfluktuationen durch die TherapeutInnen gelingt 

somit nur anamnestisch (Bhidayasiri et al., 2017). Weiterhin unterliegt die MDS-UPDRS 

ähnlich wie alternative klinischen Skalen einer strukturell bedingten Subjektivität durch Pa-

tientInnen und UntersucherInnen. Insbesondere bei der Bewertung bestimmter motorischer 

Übungen und Charakteristika wie dem Finger-Tapping, der Bradykinese oder dem Tremor 

konnte in Studien nur eine moderate Interrater-Reliabilität erreicht werden (Martínez-Martín 

et al., 1994). Um dennoch eine insgesamt hohe Interrater-Reliabilität zu gewährleisten, ist 

es daher wichtig, dass die UntersucherInnen im Vorfeld ein spezielles Training zur Durch-

führung und Beurteilung der MDS-UPDRS absolvieren (Richards et al., 1994).  

Die Notwendigkeit technischer Lösungen in der objektiven Bewertung des motorischen Zu-

stands von iPS-PatientInnen und in der Diagnostik ist mittlerweile unumstritten. Hierfür 

schafft die breite Verfügbarkeit moderner tragbarer Hardware wie z.B. von Smartphones, 
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ausgestattet mit Akzelerometern, Gyroskopen, Kameras und weiteren Sensoren, neue 

Möglichkeiten (Bhidayasiri et al., 2017; Rovini et al., 2017). 

 

Monje et al. haben sechs Bereiche innerhalb von Diagnostik und Monitoring des iPS aus-

gemacht, die besonders von modernen, sensorgestützten und mobilen Technologien profi-

tieren würden:  

§ Die Bewertung und Lokalisierung der drei Kardinalsymptome Bradykinese, Tremor und 

Rigor zur Diagnostik und Differentialdiagnostik 

§ Der Nachweis subklinischer motorischer Symptome zur frühen Diagnose insbesondere 

in Risikopopulationen 

§ Die Beurteilung des motorischen Status vor und nach Therapie, um Ansprechen und 

notwendige Adjustierungen abschätzen sowie die Abgrenzung zu atypischen Parkin-

son-Syndromen vornehmen zu können 

§ Eine präzise Bewertung motorischer Symptomatik zur Beurteilung des Ansprechens 

von Therapeutika in klinischen Studien 

§ Die genaue zeitliche Abbildung von „On“ und „Off“-Zuständen mittels längerer Messun-

gen zur Abschätzung von Progredienz und Wirkfluktuation 

§ Erfassung von Komplikationen wie Freezing of Gait (FOG) und Stürzen zur Therapie-

anpassung 

 

Die Etablierung von Systemen, die die oben genannten Aufgaben erfüllen könnten, hätte 

einen essenziellen Einfluss auf die Diagnostik und Behandlungsmöglichkeiten des iPS. Mit 

ihrer Hilfe wäre eine standardisierte und zuverlässige Diagnostik bei Auftreten erster Symp-

tome sowie die Entwicklung von personalisierten Therapien, die sich den individuellen Be-

dürfnissen der PatientInnen anpassen, vorstellbar. Klinische Studien haben in diesem Zu-

sammenhang bereits zeigen können, dass Optimierungen bestehender Therapien ein gro-

ßes Potential für signifikante Verbesserungen der motorischen Funktion und Verringerun-

gen von Wirkfluktuationen und Dyskinesien bieten (Hauser et al., 2013). Letztlich könnte 

die Lebensqualität der PatientInnen in erheblichem Maße von mobilen Systemen profitieren 

und das Gesundheitssystem durch seltener notwendige ärztliche Kontrolluntersuchungen 

signifikant entlastet werden (Monje et al., 2019).  
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1.10.8 Stand und Entwicklung technischer Verfahren 

Die überwiegende Mehrzahl der für den Einsatz beim iPS diskutierten Technologien nutzen 

ein sogenanntes Inertialmesssystem (IMU) (Abbildung 4) (Kleinholdermann et al., 2019). 

Dabei handelt es sich um die Kombination aus einem dreiachsigen Akzelerometer und ei-

nem dreiachsigen Gyroskop mit insgesamt sechs Freiheitsgraden. Akzelerometer sind in 

der Lage lineare Trägheitsbeschleunigungen in der x-, y- und z-Achse zu messen, wohin-

gegen Gyroskope die Winkelbeschleunigungen auf den jeweiligen Achsen erfassen 

(Godwin et al., 2009). Der Ablauf der Datenverarbeitung durch diese Systeme folgt über-

wiegend den gleichen Prinzipien. Die gesammelten Daten werden in dem jeweilig verbun-

denen Gerät vorverarbeitet, die kritischen Merkmale (Feature) der Parameter gefiltert und 

eine passende Variable der Bewegungscharakteristik zugeordnet (Kubota et al., 2016).  

 

 
 

Abbildung 4: a Freiheitsgerade einer IMU. b IMU-Chip auf einer Trägerplatine  

IMU: Inertialmesssystem  

Quelle: Kleinholdermann et al., 2019 

 

Alternativ bzw. ergänzend zu Bewegungssensoren in der Objektivierung von motorischen 

Symptomen hat die oberflächliche Elektromyographie (sEMG) in den vergangenen Jahren 

zunehmendes Interesse geweckt. Dabei handelt es sich um kleine bipolare Elektroden, wel-

che, auf der Haut platziert, myoelektronische Signale ableiten, die bei physiologischen Än-

derungen des Membranpotentials von Myozyten entstehen. Anhand der Amplitude und der 

Frequenz der gemessenen Potentialänderungen können Rückschlüsse auf die Aktivität und 

somit auch auf die zentralnervöse Ansteuerung der untersuchten Muskeleinheiten gezogen 

werden. Anwendung findet die sEMG außer in medizinischen Untersuchungen in den Be-

reichen der Rehabilitation, Sport- und Arbeitswissenschaften. Die Verfügbarkeit von kleinen 

und kostengünstigen sEMG-Sensoren würde mittlerweile einen Einsatz im häuslichen Um-
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feld von Parkinson-PatientInnen und eine neue Form der mobilen Aufzeichnung pathophy-

siologischer Merkmale ermöglichen (Flood et al., 2019; Spasojević et al., 2017). Dennoch 

ist die Zahl an Studien, die sich mit der Entwicklung von sEMG-gestützten Systemen für 

einen Einsatz beim iPS auseinandergesetzt haben, verhältnismäßig klein. Die meisten bis-

lang publizierten Studien konzentrierten sich meist auf eine Differenzierung zwischen er-

krankten und gesunden ProbandInnen oder zwischen iPS und essenziellem Tremor. Hin-

sichtlich einer Bewertung der motorischen Symptomschwere mit Hilfe der sEMG existieren 

kaum Erfahrungswerte (Giannakopoulou et al., 2022; Rovini et al., 2019). 

 

Die im Zusammenhang mit dem iPS präsentierten mobilen Systeme konzentrieren sich üb-

licherweise auf einzelne Manifestationen der Erkrankung, wobei sie diese entweder anhand 

passiver Aufzeichnungen oder aktiver motorischer Übungen evaluieren. Entsprechend sol-

len einige vielversprechende Systeme unter Berücksichtigung ihres jeweiligen Schwer-

punkts im Folgenden präsentiert werden: 

 

1.10.8.1 Bradykinese 

Die Identifizierung und Quantifizierung der Bradykinese ist sowohl schwierig als auch be-

deutsam für die Anpassung von Therapien und eine frühzeitige Diagnose. Die Differenzie-

rung zwischen einer altersbedingten verminderten Beweglichkeit und leichter Bradykinese 

als Symptom des iPS stellt noch immer eine Herausforderung dar (Richards et al., 1994). 

Zahlreiche Studien, die sich mit dieser Thematik auseinandergesetzt haben, wurden in den 

vergangenen Jahren publiziert. Hierbei ist in der Mehrzahl der Fälle auf den Score des 

dritten Abschnitts der MDS-UPDRS (motorische Untersuchung) als Referenzwert zurück-

gegriffen worden (Sánchez-Ferro et al., 2016). Bereits für die klinische Anwendung in den 

Vereinigten Staaten zugelassen wurden das KinesiaTM- und das Parkinson KinetiGraph-

System (PKG™).  Bei KinesiaTM werden IMUs verwendet, die an Zeigefinger oder Ferse der 

ProbandInnen fixiert werden. Anhand der aufgenommenen Parameter kann dann mit ähn-

licher Empfindlichkeit wie der von klinischen Skalen zwischen Gesunden und Erkrankten 

unterschieden werden (Heldman et al., 2014). Das PKG™ -System findet bislang seltener 

und vorrangig im ambulanten Sektor Verwendung. Es handelt sich dabei um eine IMU, die 

am Handgelenk im Alltag getragen werden kann. Aus den kontinuierlich gesammelten Da-

ten erstellt das Gerät eine graphische Übersicht über die Bewegungen der PatientInnen. 

Die zugrundeliegende Software differenziert zwischen „On“- Zuständen, „Off“- Zuständen 

und Dyskinesien (Farzanehfar et al., 2018).  
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1.10.8.2 Tremor 

Der Einsatz von Sensoren in mobilen Geräten zur Feststellung und Charakterisierung des 

Symptoms Tremor kann vorteilhaft sein, um Schwere, Fluktuation und medikamentöses 

Ansprechen im Tagesverlauf zu objektivieren (Haubenberger et al., 2016). Erfolgreich ge-

testet wurden hierzu bereits Ganzkörpertremormessungen mittels mehrerer IMUs, teleme-

dizinische Tremormessungen und Software zur Erfassung der Tremorschwere in Smart-

phones (Kleinholdermann et al., 2019). Das KinesiaTM System konnte auch hinsichtlich der 

Erhebung von MDS-UPDRS Werten zu Ruhe- und Haltungstremor überzeugen und bietet 

sich zur häuslichen Dokumentation des Tremors an (Pulliam, Eichenseer, et al., 2014).  

 

1.10.8.3 Rigor 

Zur Bewertung des Rigors ist eine körperliche Untersuchung bislang unumgänglich. Diese 

unterliegt den Limitationen der Subjektivität, der fehlenden Validität auf Grund des kurzen 

beurteilten Zeitraums und der Abhängigkeit von der Compliance der PatientInnen während 

der Untersuchung. Zwar existieren einige Studien, deren Methoden den Rigor mittels un-

terschiedlichster Sensoren nachvollziehen, eine ausgereifte Technologie liegt bislang je-

doch nicht vor (Monje et al., 2019).  

 

1.10.8.4 Axiale Symptome 

Axiale Beschwerden wie Gangstörungen, Freezing of Gait (FOG) und posturale Instabilität 

sind häufige Gründe für Stürze und Unsicherheiten von Parkinson-Erkrankten (Fasano et 

al., 2017). Die Verwendung von Technologien, die aus der Auswertung von Parametern vor 

Stürzen oder FOG warnen und eine Grundlage für Therapieanpassungen liefern, könnte 

hilfreich sein zur Prävention von Komplikationen. Weiterhin kann die Identifizierung von 

Gangstörungen zu einem sehr frühen Zeitpunkt im Verlauf der Erkrankung einen Hinweis 

auf das Vorliegen eines atypischen Parkinson-Syndroms liefern (Hughes et al., 2002). Für 

den Einsatz im klinischen Umfeld befinden sich bereits einige Geräte in einem fortgeschrit-

tenen Entwicklungsstadium. Das Dynaport®-System ist in der Lage, zwischen gesunden 

und kranken PatientInnen und zwischen leichter und schwerer Beeinträchtigung zu unter-

scheiden. Hierfür wertet das System mit Hilfe einer am unteren Rücken platzierten IMU 

verschiedene Parameter zu Haltung und Gang aus (Iluz et al., 2014). GAITRite® ist ein 

spezieller Teppich mit tausenden Drucksensoren, der mit hoher Zuverlässigkeit räumlich-

zeitliche Charakteristika des Ganges bei Parkinson-PatientInnen erfassen kann (Chien et 

al., 2006). Bereits für den klinischen Einsatz in den Vereinigten Staaten zugelassen ist das 

ActiGraph-System, dass über ein kleines Gerät am unteren Rücken unter anderem Schritte 

und Körperposition erfasst (Duncan et al., 2018).  
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1.10.8.5 Dyskinesien 

Wirkfluktuationen und Dyskinesien bedürfen in späteren Phasen des iPS besonderer Auf-

merksamkeit. Um ihr Erscheinen so gering wie möglich zu halten, sind präzise und indivi-

duelle Medikamentenpläne von entscheidender Bedeutung. Studien zu Technologien, die 

der Erfassung dieser Komplikationen dienen, liegen nur in begrenztem Umfang vor. Das 

PKG™ - und das KinesiaTM-System (s.o.) konnten in bisherigen Untersuchungen auch in 

diesem Zusammenhang überzeugende Resultate liefern (Ossig et al., 2016; Pulliam, 

Burack, et al., 2014).  

 

1.10.8.6 Motorische Übungen  

Einen anderen Ansatz zur mobilen Beurteilung und Einordnung von Symptomen des iPS 

stellen Systeme dar, an denen definierte motorische Übungen in regelmäßigen Abständen 

durchgeführt und erfasst werden. Neto et al. konnten mittels der Charakteristika des wie-

derholten Klopfens mit einem Finger (Tapping) auf den Bildschirm eines Smartphones die 

Wirkung dopaminerger Medikamente nachvollziehen (Chaibub Neto et al., 2016). Auf die-

ser Grundlage nutzen Lipsmeier et al. Smartphones, um neben dem Tapping auch weitere 

Informationen über Phonation, Ruhetremor, posturalen Tremor, Gleichgewicht, Gang und 

Aktivität zu sammeln. Hiermit konnten sie iPS-Erkrankte von Gesunden unterscheiden und 

MDS-UPDRS Werte ermitteln, die denen von Experten erhobenen signifikant ähnelten 

(Lipsmeier et al., 2018). Cascarano et al. analysierten mit Hilfe maschinellen Lernens die 

Daten von acht sEMG Sensoren, die während der Durchführung von Schreib- und Malauf-

gaben am Unterarm der ProbandInnen fixiert waren. Hiermit gelang ihnen sowohl die Ab-

grenzung von leichten und mittelschwer Betroffenen als auch die Zuordnung von Gesunden 

und Erkrankten (Cascarano et al., 2019). Zur Analyse von motorischen Übungen werden 

noch zahlreiche weitere Geräte und Sensoren diskutiert. Neben Smartphones sind unter 

anderem auch Fitnessarmbänder und Spielkonsolen mit sensorgestützter mobiler Techno-

logie im Fokus einiger wissenschaftlicher Arbeiten. Dabei ist es von Nutzen, dass die In-

strumente, die für eine Analyse der Symptome benötigt werden, häufig bereits in Alltagsge-

räten vorhanden sind (Bhidayasiri et al., 2017).  

1.11 Zielsetzung der Arbeit  

Derzeit greifen die meisten mobilen Systeme, die im Zusammenhang mit dem iPS einge-

setzt bzw. erprobt werden, auf Bewegungssensoren wie Gyroskope und Akzelerometer zu-

rück (Rovini et al., 2019). Die oberflächliche Elektromyographie (sEMG) ist eine Technolo-

gie, die, unabhängig vom sichtbaren Bewegungsmuster, Einblicke in die Charakteristika der 

Erregung einzelner Muskeln liefern kann. Sie bietet die Möglichkeit, Auffälligkeiten in der 

nervalen Innervation von motorischen Einheiten beim iPS zu detektieren, noch bevor sich 
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diese in der tatsächlichen Bewegungscharakteristik widerspiegeln und von Bewegungs-

sensoren erkannt werden können. Dennoch liegen für die sEMG im Zusammenhang mit 

der mobilen Überwachung motorischer Symptome beim iPS wenige Daten vor 

(Giannakopoulou et al., 2022; Rovini et al., 2019). Eine Korrelation von sEMG-Parametern 

zu klinischen Skalen unter Zuhilfenahme von Techniken maschinellen Lernens ist nach Re-

cherche des Autors noch nie beschrieben worden (Kleinholdermann et al., 2021).  

Als zentrale Hypothese dieser Arbeit wurde daher formuliert, dass anhand der Interpreta-

tion der Daten oberflächlicher elektromyographischer Messungen MDS-UPDRS Scores 

des dritten Abschnitts bei PatientInnen mit iPS prädiziert werden können.  

Zur Überprüfung dieser Hypothese wurden verschiedene Featuresätze und Regressions-

modelle als Techniken maschinellen Lernens zur Analyse und Einordnung von sEMG-Pa-

rametern hinsichtlich folgender Fragestellungen erprobt:  

 

i. Bei welcher Sampleintervalllänge und welchem Featuresatz als Grundlage für Trai-

ning und Testung erzielen die verschiedenen Regressionsmodelle ihre jeweils 

höchsten Korrelationen zwischen prädizierten und klinisch ermittelten Scores des 

dritten Abschnitts der MDS-UPDRS?  

 

ii. Welche Kombination aus sEMG-Featuresatz, Sampleintervalllänge und Regressi-

onsmodell erreicht die höchste Korrelation zwischen prädizierten und klinisch ermit-

telten MDS-UPDRS Scores?  

 

iii. Welche Korrelationen zwischen prädizierten und klinisch ermittelten Scores des drit-

ten Abschnitts der MDS-UPDRS werden durch die verschiedenen Features bei der 

alleinigen Verwendung oder dem alleinigen Ausschluss für Training und Testung 

des in ii. identifizierten Regressionsmodells bei der in ii. identifizierten Sampleinter-

valllänge erreicht?  

 

iv. Welchen Einfluss übt die Anzahl der genutzten sEMG-Elektroden zur Aufzeichnung 

der Parameter der Tapping-Übung als Grundlage für Training und Testung des in ii. 

identifizierten Regressionsmodells und Featuresatzes mit der in ii. identifizierten 

Sampleintervalllänge auf die Korrelation zwischen prädizierten und klinisch ermittel-

ten Scores des dritten Abschnitts der MDS-UPDRS aus? 

 

v. Inwieweit bestehen Redundanzen zwischen den verwendeten Features? 
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2 Material und Methoden 
2.1 Studiendesign 

In dieser prospektiven Studie wurden iPS-PatientInnen mittels oberflächlicher EMG-

Sensoren während der Durchführung der motorischen Übung Tapping eines Zeigefingers 

untersucht. Die aufgezeichneten Parameter sollten anschließend zum Training verschiede-

ner Regressionsmodelle genutzt werden, sodass diesen die Prädiktion eines zuvor klinisch 

erhobenen Scores des dritten Abschnitts der MDS-UPDRS anhand elektromyographischer 

Ableitungen gelingt. Zu diesem Zweck wurden unterschiedliche Kombinationen aus sEMG-

Featuresätzen, Sampleintervalllängen, sEMG-Elektroden und Regressionsmodellen getes-

tet.  

2.2 Probanden 

2.2.1 Patientenrekrutierung 

Die Patientenrekrutierung sowie alle weiteren in dieser Studie verwendeten Methoden er-

folgten nach entsprechender Genehmigung durch die Ethikkommission des Fachbereiches 

20 der Philipps-Universität Marburg (Aktenzeichen: 219/17). Es wurden ausschließlich Pa-

tientInnen berücksichtigt, die sich zur stationären oder ambulanten Behandlung in die Be-

treuung der Neurologie des Universitätsklinikums Gießen und Marburg GmbH (UKGM) in 

Marburg begaben. Bedingung für die Teilnahme war gemäß der Deklaration von Helsinki 

von 2013 das schriftliche Einverständnis der ProbandInnen nach ausführlicher ärztlicher 

Aufklärung. Potenziellen ProbandInnen wurde zunächst die Partizipation an wissenschaft-

lichen Studien in der Neurologie Marburg angeboten. Sofern allgemeines Interesse be-

stand, erfolgte daraufhin eine standardisierte klinische Ersteinschätzung der PatientInnen. 

Primäres Kriterium war die Erfassung und Kontrolle der iPS-Diagnose anhand ärztlicher 

klinikinterner Dokumentation. Im Falle des iPS galt der gesicherte Nachweis mittels der 

„MDS Clinical Diagnostic Criteria for Parkinson’s Disease“ als Voraussetzung für das wei-

tere Vorgehen. Im Anschluss wurden insbesondere neurologische Vorerkrankungen und 

aktuelle Therapien im Rahmen einer gezielten Anamnese erhoben. Darüber hinaus wurde 

das mögliche Vorliegen einer Depression oder kognitiver Defizite mit Hilfe zweier Skalen 

evaluiert. Das „Beck-Depressions-Inventar-2“ (BDI-2) diente hierbei der Erfassung und Ein-

ordnung einer möglichen Depression. Das „Parkinson Neuropsychometric Dementia As-

sessment“ (PANDA) wurde wiederum als Screening für eine Demenz und zur Beurteilung 
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kognitiver Defizite genutzt. Auf der Grundlage der ermittelten Daten konnten die PatientIn-

nen hinsichtlich ihrer Eignung als Studienteilnehmende eingeschätzt werden. Für die Teil-

nahme an der Studie wurde keine Vergütung oder Aufwandsentschädigung gezahlt und die 

Teilnehmenden konnten die Studie zu jeder Zeit verlassen.  

2.2.2 Ein- und Ausschlusskriterien 

In diese Studie wurden ausschließlich PatientInnen eingeschlossen, die die folgenden Ein-

schlusskriterien erfüllten:  

 

a) Einwilligungsfähigkeit und informiertes schriftliches Einverständnis 

b) PatientInnen männlichen und weiblichen Geschlechts mit klinischer Diagnose eines 

iPS nach den „MDS Clinical Diagnostic Criteria for Parkinson’s Disease“ (Postuma 

et al., 2015) 

c) PatientInnen im Alter zwischen 18 und 80 Jahren 

 

Für eine Teilnahme nicht zugelassen wurden PatientInnen, die mindestens eines der fol-

genden Ausschlusskriterien erfüllten:  

 

a) Nicht-Geschäftsfähige, Minderjährige sowie Personen, die auf gerichtliche oder be-

hördliche Anordnung in einer Anstalt untergebracht sind 

b) PatientInnen, die neben dem iPS an einer anderen neurologischen Erkrankung lei-

den (bspw. Epilepsie, Alzheimer-Krankheit, Dystonie, etc.) 

c) Vorliegen lebensbedrohlicher oder schwerer psychiatrischer Krankheiten 

d) Hör- oder Sehstörungen, die in ihrer Ausprägung die Testung behindern 

e) Schwangere oder stillende Mütter 

2.2.3 Fallzahl 

Um den zu untersuchenden Effekt darstellen zu können, wurde in dieser Arbeit eine benö-

tigte Fallzahl von 45 Teilnehmenden postuliert. Eine Fallzahlberechnung war bei dieser Me-

thode nicht ohne weiteres möglich, da bislang nicht bekannt war, ob die erhobenen sEMG-

Parameter überhaupt einen Marker für die motorische Symptomschwere des iPS darstellen 

können. Unter Berücksichtigung anderer wissenschaftlicher Arbeiten mit vergleichbarer 

Zielsetzung, kann der Umfang des Patientenkollektivs dieser Studie als überdurchschnitt-

lich eingeschätzt werden (Sánchez-Ferro et al., 2016).  
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2.3 Materialien und Versuchsdurchführung 

2.3.1 Anamnese 

Zu Anfang jeder Testung wurde ein einleitendes Gespräch mit den ProbandInnen geführt. 

Dabei erfolgte zunächst die Erhebung relevanter Stammdaten wie der vollständige Name, 

Geschlecht, Geburtsdatum, Größe, Gewicht, Beruf und Schulbildung. Anschließend wur-

den im Rahmen einer Anamnese Vorerkrankungen, Nebendiagnosen, familiäre Vorbelas-

tungen, Medikamenteneinnahme und Informationen zur Parkinson-Erkrankung erfasst. Bei 

letzterem lag der Fokus insbesondere auf der Zuordnung zu einem der drei Verlaufsformen 

(Tremordominanz-Typ, akinetisch-rigider Typ und Äquivalenz-Typ), der Seitendominanz, 

dem Zeitpunkt der Erstmanifestation, der Krankheitsdauer, der derzeitigen Medikation so-

wie dem Vorliegen und der Lokalisation einer THS. Zur Einschätzung der Lebensqualität im 

Zusammenhang mit dem iPS wurde der Parkinson’s Disease Questionnaire (PDQ-39) er-

hoben. Die kognitive Leistungsfähigkeit und die Wahrscheinlichkeit auf das Vorliegen einer 

möglichen Demenz konnten mit Hilfe des kognitiven Tests DemTect nachvollzogen werden. 

Weiterhin fand der Edingburgh Händigkeits-Fragebogen (EHI) Anwendung, um die Händig-

keit der jeweiligen PatientInnen zu quantifizieren. Alle erhobenen Informationen der Anam-

nese wurden in der Case Report Form für die jeweiligen ProbandInnen festgehalten (An-

hang Punkt 9.3). 

 
Parkinson’s Disease Questionnaire (PDQ-39) 
Die deutsche Version des PDQ-39 behandelt, orientierend an den Erfahrungen des voraus-

gegangenen Monats, spezifisch die Lebensqualität von Parkinson-Erkrankten. Die Patien-

tInnen bearbeiten den Fragebogen dafür eigenständig und vergeben zu jeder der 39 Fragen 

bezüglich der Häufigkeit des Auftretens des interessierten Aspekts eine Punktzahl zwischen 

0 („Niemals“) und 4 („Immer“). Die Punkte werden anschließend in acht Subkategorien ein-

geordnet und addiert (Mobilität, Alltagsaktivitäten, emotionales Wohlbefinden, Stigma, so-

ziale Unterstützung, Kognition, Kommunikation, körperliches Unbehagen). In einem weite-

ren Schritt können die ermittelten Summen dann in eine Skala von 0 (bester Wert) bis 100 

(schlechtester Wert) überführt und miteinander verglichen werden. Der PDQ-39-

Gesamtscore bildet letztendlich den Mittelwert aller Skalen ab (Peto et al., 1998).  

 

DemTect 
Der DemTect stellt ein Screening-Verfahren zur Früherkennung einer Demenz dar und ist 

ein häufig genutztes diagnostisches Instrument. Mit Hilfe mündlicher und schriftlicher Übun-

gen können hiermit Fähigkeiten des verbalen Gedächtnisses, der Wortflüssigkeit und der 

Zahlenumwandlung in kurzer Zeit überprüft werden. Für die einzelnen Aufgaben werden 
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nach einem Auswertungsschema, das unter und über 60-Jährige unterscheidet, Punkte 

vergeben. Aus der Summe der erzielten Punkte können Rückschlüsse auf die kognitive 

Leistungsfähigkeit gezogen werden. Bei Werten zwischen 0 und 8 von maximal 18 erreich-

baren Punkten ist eine dementielle Entwicklung, zwischen 9 und 12 eine leichte kognitive 

Beeinträchtigung und ab 13 Punkten keine Beeinträchtigung sehr wahrscheinlich. Unbe-

rücksichtigt bleibt hierbei der Einfluss kognitiver Einbußen nicht-dementiellen Ursprungs, 

weshalb weitere Diagnostik nach einem auffälligen Ergebnis im DemTect empfohlen wird 

(Kalbe et al., 2004).  

 

Edinburgh Händigkeits-Fragebogen (EHI) 
Beim EHI handelt es sich um eine Skala zur quantitativen Einordnung der Seitendominanz 

(Händigkeit) von rechter oder linker Hand. Hierbei werden zehn verschiedene Aktivitäten 

des alltäglichen Lebens mit jeweils maximal zwei Punkten dahingehend beurteilt, ob sie 

üblicherweise mit rechts, links oder beidseitig absolviert werden. Aus den Summen der 

Punkte der beiden Seiten wird der Lateralitätsquotient errechnet. Bei Werten zwischen -100 

und -60 liegt eine Dominanz der linken Hand, zwischen -60 und 60 eine ausgeglichene 

Händigkeit und zwischen 60 und 100 eine Dominanz der rechten Hand vor (Milenkovic et 

al., 2013; Oldfield, 1971). 

 

Levodopa-Äquivalenzdosis (LED) 
Um eine bessere Vergleichbarkeit der Medikation in der Behandlung des Morbus Parkinson 

zu erreichen, wurden für die Teilnehmenden die jeweiligen Levodopa-Äquivalenzdosen be-

stimmt. Als Grundlage dienten hierfür die von Tomlinson et al. zusammen getragenen Um-

rechnungsfaktoren (Tomlinson et al., 2010) (Tabelle 4).  
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Tabelle 4: Levodopa-Äquivalenzdosen  

 

 

*Zur Berechnung der Äquivalenzdosis von COMT-Inhibitoren, wird die Tagesgesamtdosis 

des L-Dopas (inklusive retardiertem L-Dopa) mit dem jeweilig angegebenen Faktor multi-

pliziert.  

L-Dopa/LD: Levodopa; COMT-Inhibitoren: Catechol-O-Methyltransferase-Inhibitoren; 

MAO-B-Inhibitoren: Monoaminooxidase-B-Inhibitoren 

Quelle: AWMF, 2016 

 

 

 

 

 

 

Medikamentenklasse Medikament Einzeldosen 
(mg/100 mg L-Dopa) 

Levodopa Levodopa (LD) 100 

 Retardiertes L-Dopa 133 

 Duodopa 90 

COMT-Inhibitoren* Entacapon LD x 0,33* 

 Tolcapon LD x 0,5* 

Dopaminagonisten (non-Ergot) Pramipexol 1  

 Ropinirol 5 

 Rotigotin 3,3 

 Piribedil 100 

Dopaminagonisten (Ergot) Lisurid 1 

 Bromocriptin 10 

 Pergolid 1 

 Cabergolin 1,5 

 DHEC 20 

MAO-B Inhibitoren Selegilin (oral) 10 

 Selegilin (sublingual) 1,25 

 Rasagilin 1 

Andere Amantadin 100 

 Apomorphin (Infusion oder Injektion)  10 
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2.3.2 Körperliche Untersuchung  

Im Rahmen der Testung erfolgte die Erhebung des dritten Abschnitts der MDS-UPDRS im 

„Off“- und im „On“-Zustand sowie die Einordnung der PatientInnen auf der Hoehn und Yahr 

Skala im „Off“. 

 

Movement Disorder Society Unified Parkinson’s Disease Rating Scale (MDS-UPDRS) 
Abschnitt III 
Die MDS-UPDRS ist die in wissenschaftlichen Studien am häufigsten genutzte Skala, um 

die klinischen Symptome von Parkinson-PatientInnen zu erfassen und zu bewerten 

(Bhidayasiri et al., 2017; Ramaker et al., 2002). Sie zeichnet sich vorrangig durch eine hohe 

Test-Retest-Reliabilität sowie eine hohe interne Konsistenz aus (Goetz et al., 2008; 

Siderowf et al., 2002). Im dritten Teil der Skala wird der motorische Status der Erkrankten 

anhand einer umfassenden körperlichen Untersuchung erhoben. Hierbei werden verschie-

dene motorische Übungen und Bewegungen hinsichtlich der Kardinalsymptome Rigor, Tre-

mor und posturale Instabilität bewertet. Darüber hinaus findet im Rahmen der Untersuchung 

eine Beurteilung von Sprache, Mimik, Aufstehen von einem Stuhl, Haltung und Gangbild 

statt. Insgesamt werden zu 33 Aspekten jeweils zwischen 0 (keine Beeinträchtigung) und 4 

(schwerste Beeinträchtigung) Punkte vergeben und zu einem Gesamtscore summiert. Der 

Test kann bei den PatientInnen ohne den Einfluss von Medikamenten im „Off“-Zustand und 

ein zweites Mal unter Medikamentenwirkung im „On“-Zustand untersucht werden, um das 

Ansprechen dopaminerger Medikation zu evaluieren. 
 

Hoehn und Yahr Skala 
Mit der Skala nach Hoehn und Yahr gelingt eine international gebräuchliche und schnelle 

Bewertung des Schweregrades eines iPS. Entscheidendes Kriterium bildet hierfür die klini-

sche Beurteilung der posturalen Stabilität. Darauf basierend kann zwischen den Stadien 0 

(keine Symptome) bis 5 (schwerste Symptome) differenziert werden. Trotz ihrer großen 

klinischen Relevanz steht die Hoehn und Yahr Skala häufig in der Kritik, da Symptome 

abseits der posturalen Stabilität unberücksichtigt bleiben.  
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2.3.3 Elektromyographische Untersuchung  

Zur Aufzeichnung der elektromyographischen Parameter wurde in dieser Studie das Myo 

Gesture Control ArmbandTM des kanadischen Unternehmens Thalmic Myo Labs genutzt.  

Dieses umfasst acht konzentrisch angeordnete oberflächliche EMG Sensoren, die im direk-

ten Kontakt mit der Haut stehen, sowie ein dreiachsiges Akzelerometer, ein dreiachsiges 

Gyroskop und ein dreiachsiges Magnetometer (Abbildung 5) (North Inc., 2018). 

Ursprünglich wurde das Armband für den kommerziellen Einsatz zur Gestensteuerung an-

derer technischer Geräte entwickelt, erfuhr bisher aber insbesondere als Bestandteil zahl-

reicher wissenschaftlicher Arbeiten breiten Einsatz. So konnte das System im Zusammen-

hang mit der Steuerung myoelektronischer Unterarmprothesen ebenso erfolgreich getestet 

werden wie bei der Analyse motorischen Übungen von iPS-PatientInnen (Masson et al., 

2016; Spasojević et al., 2017).  

 

 
 

Abbildung 5: Myo Gesture Control ArmbandTM von Thalmic Myo Labs 

Die linke Abbildung zeigt die Nummerierung der sEMG-Elektroden des Myo Gesture Con-

trol ArmbandsTM. Die rechte Abbildung präsentiert die korrekte Platzierung des Armbands 

am Unterarm.  

Quelle: North Inc., 2018 

2.3.4 Versuchsdurchführung 

Nach Rekrutierung möglicher ProbandInnen wurde zunächst deren Kompatibilität mit den 

Ein- und Ausschlusskriterien dieser Studie überprüft. Anschließend erfolgte im persönlichen 

Gespräch die Präsentation der Hintergründe und des Ablaufs des Forschungsprojekts. Bei 

Interesse an einer Teilnahme wurde anschließend ein Termin in der Neurologie des UKGMs 

am Standort Marburg vereinbart. Da der erste Teil der Messung im „Off“-Zustand erfolgen 
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sollte, wurden die ProbandInnen, ärztliches Einverständnis vorausgesetzt, instruiert, alle 

Medikamente zur Behandlung des iPS zwölf Stunden vor der Testung zu pausieren. Auf 

retardierte Präparate und solche, die als Pflaster appliziert werden, sollte für mindestens 48 

Stunden verzichtet werden. Um der Übelkeit, als möglicher Nebenwirkung Levodopas, wei-

testgehend vorzubeugen, wurde Teilnehmenden mit geringer oder fehlender Erfahrung mit 

diesem Wirkstoff die tägliche orale Einnahme von 10 mg Domperidon als Antiemetikum an 

den drei Tagen vor der jeweiligen Messung empfohlen.  

Zu Anfang eines Termins wurden die ProbandInnen in ein Untersuchungszimmer der Neu-

rologie Marburg gebeten. Sofern die korrekte Unterbrechung der Medikation glaubhaft ver-

sichert und überprüft werden konnte, erfolgte eine ausführliche ärztliche Aufklärung und die 

Einholung des schriftlichen Einverständnisses. 

Die Testung begann mit einer ausführlichen Anamnese unter den oben aufgeführten Ge-

sichtspunkten. Es folgte die Erhebung der Skalen PDQ-39, DemTect und EHI zur Komplet-

tierung des anamnestischen Bildes. Anschließend wurden die Teilnehmenden gebeten, für 

die körperliche Untersuchung auf einem frei im Raum stehenden Stuhl Platz zu nehmen. 

Entsprechend der Anleitung der MDS erhob der Untersucher nun den dritten Abschnitt der 

MDS-UPDRS. Um eine einfach verblindete Auswertung der MDS-UPDRS zu erreichen, 

wurde dieser Abschnitt der Testung mittels einer Videokamera aufgezeichnet und zu einem 

späteren Zeitpunkt durch einen Facharzt der Neurologie Marburg ohne Zuordnung von 

„On“- oder „Off“-Zustand bewertet. Die Untersuchung der posturalen Stabilität im Zuge der 

UPDRS wurde weiterhin genutzt, um die PatientInnen anhand der Hoehn und Yahr Skala 

im „Off“ einzuordnen.  

Nach Abschluss des MDS-UPDRS-Protokolls folgte die oberflächliche elektromyographi-

sche Untersuchung in aufrecht sitzender Position an einem handelsüblichen Schreibtisch. 

Den ProbandInnen wurde ein Myo Gesture Control ArmbandTM am Unterarm der stärker 

vom iPS betroffenen Körperhälfte 3 cm distal des Ellenbogens mit dem sEMG Sensor Num-

mer 4 über der Sehne des Musculus extensor digitorum communis (MEDC) platziert. In 

zwei Fällen erfolgte die Platzierung des Armbands auf der schwächer betroffenen Seite auf 

Grund von Verletzungen des stärker betroffenen Arms. Vor den PatientInnen befand sich 

ein Laptop der Marke Lenovo® mit einem Bildschirmabstand von circa 60 cm. Als Aus-

gangsposition wurde der Unterarm der ProbandInnen nun mit dem eingeschalteten Arm-

band in entspannter Haltung mit der Handfläche nach unten zeigend auf dem Tisch abge-

legt (Abbildung 6).  
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Abbildung 6: Allgemeiner Versuchsaufbau der sEMG-Messung 

Abgebildet ist die Ausgangsposition einer beispielhaften Messung des rechten Arms. Der 

Laptop präsentiert auf dem Bildschirm Anweisungen zur korrekten Ausführung der Übung 

Tapping mit dem Zeigefinger der untersuchten Seite. Das Myo Gesture Control Arm-

bandTM sendet die Aufzeichnungen der acht konzentrisch angeordneten sEMG-Elektroden 

in Echtzeit drahtlos an einen mit dem Laptop verbundenen Bluetooth-Adapter.  

*1: Bluetooth-Adapter; *2: sEMG-Elektrode 4; *3: sEMG-Elektrode 5;  

*4: sEMG-Elektrode 8  

 

Nach Herstellung der drahtlosen Verbindung zwischen Armband und Laptop instruierte der 

Untersucher die PatientInnen hinsichtlich der korrekten Absolvierung des Programms. An-

schließend konnte mittels der Software Matlab (v.9.3.0, Mathworks) ein zu diesem Zweck 

geschriebenes Skript gestartet werden, das die ProbandInnen anhand spezifischer Anwei-

sungen durch die Testung führte. Aufgabe der PatientInnen war die wiederholte Ausführung 

der Übung Tapping im Sinne eines schnellstmöglichen ausladenden repetitiven Klopfens 

des Zeigefingers der untersuchten Seite auf dem Tisch. In einem Durchgang des Skripts 

wurden so 18 Einheiten mit einer Länge von jeweils fünf Sekunden absolviert. Jeder Einheit 

ging ein kurzes Video mit der Darstellung einer korrekten Ausführung des Tappings und ein 

Countdown von drei Sekunden voraus. Nach Ablauf des Countdowns zeigte der Bildschirm 

ein grünes Kreuz, das nach fünf Sekunden seine Farbe zu Rot änderte.  

Die ProbandInnen wurden instruiert, das Tapping nur dann auszuführen, wenn das grüne 

Kreuz zu sehen war.  

Insgesamt nahm die Absolvierung des Skripts etwa sechs Minuten in Anspruch. Während 

des gesamten Durchlaufs wurden Parameter in einer Frequenz von 200 Hz durch die ober-

flächlichen EMG Sensoren aufgezeichnet und drahtlos über eine Bluetooth Schnittstelle an 

den Laptop gesandt. Als Grundlage diente hierfür die Verknüpfung von Matlab und dem 

Software Development Kit (SDK) des Myo Gesture Control ArmbandsTM. Die Zeitpunkte des 

*1 

*3 
*2 

*4 
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Beginns und Endes der einzelnen Tapping-Einheiten wurden, kongruent zu den Anweisun-

gen des Skripts, automatisch in den Datenspuren markiert. Da die Ausführung des Tap-

pings zum größten Teil durch den Musculus extensor digitorum communis (MEDC) und 

Musculus flexor digitorum superficialis (MFDS) geleistet wird, wurden in den Untersuchun-

gen zu den Fragestellungen i., ii., iii., v. (s.o.) ausschließlich die Daten der korrespondie-

renden sEMG-Sensoren 4, 5 und 8 berücksichtigt (Abbildung 5).  

Sofern keine groben Ungenauigkeiten während der Aufzeichnung durch den Untersucher 

beobachtet werden konnten, war mit dem Ende des Skripts die Testung im „Off“- Zustand 

abgeschlossen.   

Die PatientInnen wurde nun gebeten, das Präparat Levodopa kombiniert mit dem Decar-

boxylasehemmer Benserazid in aufgelöster Form in Wasser oral einzunehmen. Die Dosie-

rung erfolgte hierfür in Rücksprache mit den PatientInnen und TherapeutInnen in 100/25 

mg oder 200/50 mg, abhängig von klinischem Stadium, bisheriger Medikation und Erfah-

rung mit Levodopa sowie Größe und Gewicht. Als Orientierung diente die 1,5-fache Menge 

der üblichen morgendlichen Dosis. Nach 60-90 Minuten begann die zweite Hälfte der Mes-

sung im „On“-Zustand unter suffizientem medikamentösem Einfluss.  

Zunächst wurde der dritte Abschnitt des MDS-UPDRS nach dem gleichen Schema wie im 

„Off“ und erneut von einer Videokamera aufgezeichnet wiederholt. Anschließend absolvier-

ten die ProbandInnen eine weitere elektromyographische Messung nach identischem 

Schema wie bereits zuvor. Hiernach war die Testung beendet und die ProbandInnen konn-

ten entlassen werden. Sowohl die aufgezeichneten sEMG-Parameter als auch die Video-

dateien wurden unter einem Pseudonym auf einem klinikinternen gesicherten und nicht frei 

zugänglichen Computer gespeichert. Die verwendeten Skripte können unter folgender Ad-

resse eingesehen werden: https://github.com/dpedrosac/onoff_svm. 

2.4 Prädiktion der MDS-UPDRS-Scores 

2.4.1 Präprozessierung 

Die Präprozessierung der elektromyographischen Parameter erfolgte in Anlehnung an die 

Methodik verwandter Arbeiten (Phinyomark et al., 2009; Spasojević et al., 2017). In einem 

ersten Schritt zur Prädiktion von Scores des dritten Abschnitts der MDS-UPDRS wurden 

die Datenspuren aller sEMG-Sensoren aus den jeweiligen Messungen in Matlab in insge-

samt 12.960 (90 Messungen; 18 Übungen; acht sEMG-Sensoren) einzelne Abschnitte 

(Samples) zugeschnitten. Ein Sample beinhaltete zunächst entsprechend der gesetzten 

Markierungen, neben den fünf Sekunden Tapping, Intervalle von 1,5 Sekunden vor und 

nach der Übung. Dieser Saum diente im Falle eines verspäteten Beginns durch die Pro-
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bandInnen auf Grund verlängerter Reaktionszeiten oder Verzögerungen der drahtlosen Da-

tenübertragung als Puffer. Somit konnte gewährleistet werden, dass jedes Sample den voll-

ständigen Zeitraum des Tappings beinhaltete und keine Aufzeichnungen der Übung verlo-

ren gingen. Die noch ungefilterten und unbearbeiteten acht Sekunden langen Datenspuren 

wurden anschließend als Graphen visualisiert. Durch die Inspektion der einzelnen Ab-

schnitte konnten solche, die auf Grund von Artefakten oder fehlerhafter bzw. ausbleibender 

Ausführung nicht zur weiteren Verarbeitung geeignet waren, identifiziert und manuell ent-

fernt werden. Insgesamt eigneten sich 11.192 Samples für die weitere Verarbeitung. Im 

Verlauf folgte nun eine gezielte Filterung der Daten. Insbesondere zur Reduktion von Be-

wegungsartefakten wurden die Samples durch einen Hochpassfilter mit einer Grenzfre-

quenz von 10 Hz (Butterworth Filter 3. Ordnung) bearbeitet. Frequenzen unterhalb von 10 

Hz konnten so weitestgehend gedämpft werden. Um mögliche Interferenzen durch die 

Wechselstromfrequenz des allgemeinen deutschen Stromnetzes zu entfernen, wurde wei-

terhin ein Kerbfilter (notch filter) bei 50 Hz angewandt.  

Zur weiteren Untersuchung der Parameter und Bestimmung von definierten mathemati-

schen Charakteristika (Features) erfolgte eine Unterteilung der einzelnen Samples in kür-

zere Abschnitte. Dafür wurden zunächst die ersten 7,25 Sekunden aus den acht Sekunden 

langen Samples extrahiert. Anschließend konnten aus jeder Datenspur 28 Fenster mit einer 

Länge von 500 ms und einem Versatz von jeweils 250 ms gewonnen werden (moving 

window) (Abbildung 7). Ein einzelnes Fenster umfasste so 100 Messwerte. 

Auf Grund der Überlagerungen der einzelnen windows konnte die überwiegende Mehrzahl 

der aufgezeichneten Parameter zweimal in der Analyse genutzt werden.  

 
Abbildung 7: Generierung der moving windows 

Dargestellt ist die Bildung 500 ms langer moving windows mit einem Versatz von 250 ms 

aus der exemplarischen sEMG-Datenspur eines 7,25 s langen Samples. 

s: Sekunde; ms: Millisekunde 
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2.4.2 Bestimmung der Features  

Die Auswahl der Features für die Vorhersage von MDS-UPDRS-Werten erfolgte bei ähnli-

cher technischer Zielsetzung auf der Grundlage der von Kaczmarek et al. 2019 veröffent-

lichten Arbeit „putEMG—A Surface Electromyography Hand Gesture Recognition Dataset“. 

Darin untersuchten und verglichen die Autoren verschiedene Kombinationen aus Feature-

sätzen und Techniken flachen maschinellen Lernens, um anhand oberflächlicher EMG-

Ableitungen definierte Handbewegungen und Gesten zu klassifizieren. Die dazu ausge-

wählten Features gehören zu den am häufigsten genutzten im Bereich der Klassifizierung 

und Regression von sEMG-Parametern und konnten auch im Rahmen der genannten Stu-

die überzeugen (Kaczmarek et al., 2019). Die Berechnung der Features erfolgte für jedes 

generierte moving window in der Programmiersprache Python (v.3.9.0rc2, Python Software 

Foundation). Folgende Features wurden genutzt:  

 

Hudgins Featuresatz (Hudgins et al., 1993) 
Die Auswahl an Features der Arbeitsgruppe des kanadischen Wissenschaftlers Bernard 

Hudgins wurde 1993 im Zusammenhang mit der Klassifizierung myoelektronischer Muster 

zur Steuerung von Multifunktionsprothesen am Menschen erstmalig publiziert. Spätere Stu-

dien haben gezeigt, dass die Qualität dieses Featuresatzes nur minimal von der Größe des 

gewählten windows beeinflusst wird, die rechnerische Komplexität überschaubar ist und mit 

diesem eine hohe Genauigkeit bei Regressionen erreicht werden kann (Phinyomark, 

Phukpattaranont, et al., 2012) . Folgende Features sind Bestandteil des Featuresatzes: 

 

• Mean absolute value (MAV): Der MAV ist der Durchschnitt aller absoluten Werte der 

Amplitude der sEMG-Datenspur in einem definierten Abschnitt und hilfreich zur Ein-

schätzung des Grades der Muskelkontraktion. x! repräsentiert in den folgenden For-

meln das sEMG-Signal in dem Segment i. N entspricht der Länge des sEMG-Sig-

nals.  

 

															MAV =
1
N
*|x!|
"

!#$

 

 

• Zero crossings (ZC): ZC gibt die Anzahl der Male an, die der Amplitudenwert der 

sEMG-Datenspur den Wert Null auf der y-Achse in einem definierten Abschnitt über-

schreitet. Sofern ein entsprechender Grenzwert definiert wird, können sehr geringe 

Spannungsschwankungen und störendes Hintergrundrauschen unterdrückt bzw. 

aus der Rechnung ausgeschlossen werden. Das Feature lässt Rückschlüsse auf 
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Eigenschaften des Frequenzbereichs zu. In dieser Arbeit wurde ein Grenzwert von 

0,25 mV bestimmt.  

 

															ZC = *[sgn(x! ⋅
"%$

!#$

x!&$) ∩	 |x!⋅ − x!&$| ≥ Grenzwert]; 

sgn(x) ={	(,													
$, 	+,-./,0+112.

4.,,	5	6(	7,-	|5!⋅%5!#$|9(.:;	 

 

• Waveform length (WL): Die WL gibt die kumulative Länge der sEMG-Datenspur in 

einem definierten Zeitabschnitt an und wird beeinflusst durch die Amplitude, die Fre-

quenz und die Zeit. Sie gilt daher als Maß für die Komplexität des sEMG-Signals.  

 

WL = *|x!&$%5!|
"%$

!#$

 

 

• Slope sign change (SSC): Die SSC ist wie die ZC eine weitere Möglichkeit die Fre-

quenz der sEMG-Datenspur zu charakterisieren. Hierzu wird die Anzahl der Wech-

sel zwischen positiver und negativer Steigung in drei aufeinanderfolgenden Seg-

menten bestimmt. Weiterhin kann ein Grenzwert definiert werden, um Interferenzen 

des Signals zu unterdrücken. In dieser Arbeit wurde ein Grenzwert von 0,25 mV 

bestimmt. 

 

SSC = *[f[(x!%

"%$

!#:

x!%$) 	 ⋅ (x!%x!&$)]]; 

            f(x) ={	(,													
$, 	+,-./,0+112.

4.,,	56(.:; 
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Dus Featuresatz (Du et al., 2010) 
Dus Featuresatz wurde von Du et al. initial zur Klassifizierung oberflächlicher EMG-

Ableitungen von Handbewegungen mit potenziellen Einsatzorten in der Steuerung von Pro-

thesen und Robotern entwickelt. Ähnlich wie bei Hudgins et al. konnten auch mit dem Fea-

turesatz von Du et al. gute Ergebnisse im Zusammenhang mit Regressionen publiziert wer-

den (Hakonen et al., 2015). Folgende Features sind Bestandteil von Dus Set: 

 

• Integrated electromyogram/integrated absolute value (iEMG/IAV): Das iEMG/IAV 

gibt die Summe aller absoluten Werte des sEMG-Signals in einem definierten Ab-

schnitt wieder und somit eine Information über die Stärke des Signals.  

 

															IAV =*|x!|
"

!#$

 

 

• sEMG variance (VAR): Die VAR bildet die Varianz der Amplitudenwerte innerhalb 

eines definierten Abschnitts ab und dient als Index für die Leistungsdichte des 

sEMG-Signals. 

 

VAR =
1

N − 1
*|x!	 |:
"

!#$

	

	

• Waveform length (WL): s.o. 

 

• Zero crossings (ZC): s.o. 

 

• Slope sign change (SSC): s.o.  
 

• Willison amplitude (WAMP): WAMP ist ein Maß für die Häufigkeit, in der das sEMG-

Signal zwischen zwei angrenzenden Abschnitten einen definierten Grenzwert über-

schreitet. Sie gilt als ein Indikator für die Kraft von Muskelkontraktionen. In dieser 

Arbeit wurde ein Grenzwert von 0,25 mV bestimmt. 

 

																WAMP = *[f
"%$

!#$

	 |x! − x!&$|)]; 

	f(x) ={	(,													
$, 	+,-./,0+112.

4.,,	5	6(.:; 

 



 

 

43 Material und Methoden 

Root mean square (RMS) 
Der RMS ist ein häufig eingesetztes Feature bei der Analyse von sEMG-Parametern. Es 

handelt sich hierbei um die Wurzel des Mittelwerts der quadrierten Amplitudenwerte in ei-

nem definierten Abschnitt. Der RMS gibt ähnlich wie der MAV einen Hinweis auf den Grad 

der Muskelkontraktion (Phinyomark, Phukpattaranont, et al., 2012). 

 

RMS = G
1
N
*|x!:|
"

!#$

 

 

2.4.3 Sampleintervalllängen 

Abseits der bestmöglichen Kombination aus Featuresatz und Regressionsmodell zur Prä-

diktion eines Scores des dritten Abschnitts der MDS-UPDRS anhand von sEMG-Ableitun-

gen sollte in dieser Arbeit auch die Relevanz der Größe der verarbeiteten Datenmenge und 

der Länge der zugrunde liegenden motorischen Übung untersucht werden. Daher wurden 

Datensätze auf der Grundlage unterschiedlicher Sampleintervalle mit Längen von einer bis 

sieben Sekunden gebildet. Jede Sekunde eines Sampleintervalls beinhaltete vier moving 

windows. Auf Grund deren Versatzes von 250 ms umfassten diese wiederum von Beginn 

des ersten bis zum Ende des vierten moving windows 1,25 Sekunden der zugrundeliegen-

den Aufzeichnung. Der Einfachheit halber wird hier und im Folgenden dennoch von ganz-

zahligen Sampleintervalllängen gesprochen. Im Falle des längsten Sampleintervalls von 

sieben Sekunden wurden die Features aller generierten moving windows des Samples für 

den entsprechenden Datensatz genutzt. Für die Datensätze der Sampleintervalllängen von 

einer bis vier Sekunden wurde aus jedem Sample ein entsprechend langes Intervall an 

zufälliger und sEMG-Elektroden-übergreifender Position gewählt, aus dem wiederum die 

Features der moving windows extrahiert wurden. Bei den Sampleintervalllängen von fünf 

und mehr Sekunden lag der Beginn des jeweiligen Ausschnitts immer zu Anfang der Auf-

zeichnung. Zur Reduktion des Rechenaufwandes und Vereinheitlichung der Menge an ge-

nutzten Daten während des Trainings und der Testung der Regressionsmodelle wurden die 

arithmetischen Mittel der Features aus den moving windows jedes Sampleintervalls gebil-

det und im weiteren Prozedere verwendet. 
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2.4.4 Regressionsmodelle 

Um anhand der ermittelten Features aus oberflächlichen EMG-Ableitungen den Score des 

dritten Abschnitts der MDS-UPDRS der ProbandInnen zu prädizieren, kamen unterschied-

liche Techniken flachen maschinellen Lernens (shallow Machine Learning) aus dem Be-

reich des überwachten Lernens (Supervised Learning) zum Einsatz. Insgesamt wurden vier 

klassische Regressionsmodelle auf Grund ihrer positiv beschriebenen Ergebnisse bei 

sEMG-Klassifizierungen ausgewählt.  

Alle vier Modelle folgen der gleichen grundsätzlichen mathematischen Funktionsweise, wo-

nach sie anhand einer oder mehrerer unabhängiger Variablen (Regressoren), in dieser Ar-

beit die Features, eine abhängige Variable, in dieser Arbeit der Score des dritten Abschnitts 

der MDS-UPDRS, prädizieren. Zu diesem Zweck werden sie zunächst mit einem Datensatz 

aus unabhängigen Variablen und zugehörigen abhängigen Variablen trainiert bzw. model-

liert. Anschließend wird ein weiterer Datensatz aus unabhängigen Variablen genutzt, um 

mit Hilfe der gebildeten Regressionsmodelle zugehörige abhängige Variablen zu prädizie-

ren. Die vorhergesagten Werte können hinsichtlich ihrer Übereinstimmung mit den tatsäch-

lichen abhängigen Variablen überprüft und somit die Güte des Regressionsmodells bewer-

tet werden.  

Das Training und die Erprobung der Regressionsmodelle fanden innerhalb der statistischen 

Software R (v.3.6. 2, R Core Team) mit Hilfe des caret-Pakets statt. Folgende vier Regres-

sionsmodelle kamen zum Einsatz: 

 

Lineare Regression (LR) 
Die lineare Regression stellt eine statistische Methode zur Darstellung eines linearen Zu-

sammenhangs zwischen einer abhängigen Variable und einer oder mehrerer unabhängiger 

Variablen (Regressoren) dar (Abbildung 8). Sofern nur ein Regressor Verwendung findet, 

wird von einer einfachen linearen Regression gesprochen. Bei mehr als einem Regressor 

handelt es sich um eine multiple lineare Regression. Ziel ist die Formulierung einer linearen 

Funktion, mit der die abhängige Variable bei bekannten unabhängigen Variablen möglichst 

genau vorhergesagt werden kann:  

 

y = x$ß$ + x:ß: +⋯+ x<ß< + ε 

 

Für jede unabhängige Variable xk	(k=1,	2,	…,	K)	wird ein zugehöriger Regressionsparameter 

ßK	geschätzt.	 ε	gibt die	stochastische Störgröße (Residuum) wieder (Montgomery et al., 

2012). Im Falle dieser Arbeit wurden die einzelnen sEMG-Features als Regressoren be-

trachtet und der MDS-UPDRS-Score als abhängige Variable. 
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Abbildung 8: Darstellung einer einfachen linearen Regression  

Die Funktion der einfachen linearen Regression ist gegeben durch: 

 y! = β( + x!β$ + ε! 

ε	gibt die	stochastische Störgröße wieder. ß	repräsentiert die Regressionsparameter.  

x! stellt die unabhängige Variable dar.  

 

Support Vector Machine Regression (SVM) mit einer polynomialen Kernelfunktion 

Bei einer Support Vector Machine handelt es sich um ein nichtparametrisches mathemati-

sches Modell maschinellen Lernens zur Klassifikation und Regressionsanalyse. Ihre Auf-

gabe ist im klassischen Sinne die Erstellung einer Hyperebene, welche die ihr zugeführten 

Trainingsdaten (Vektoren) entsprechend ihrer bekannten Klassenzugehörigkeit voneinan-

der trennt. Der Abstand, der zur Hyperebene am nächsten gelegenen Vektoren (Stützvek-

toren), soll dabei so maximal wie möglich berechnet werden. Sofern die Trainingsdaten 

der SVM nicht linear trennbar sind, wird auf eine Kernelfunktion zurückgegriffen. Mit einer 

solchen Funktion lassen sich die Trainingsvektoren in einen höherdimensionalen Raum 

überführen, in dem die Daten mit einer Hyperebene linear trennbar werden (Kernel-Trick). 

Bei der anschließenden Rücktransformation wird diese Hyperebene nichtlinear, möglich-

erweise sogar nicht zusammenhängend. Die Überführung des Vektorraums in eine hö-

here Dimension mit der anschließenden Dimensionsreduktion bedarf meist einer hohen 

Rechenleistung. Zur effizienteren Gestaltung dieses Prozesses kann der Rechenaufwand 

verringert werden, indem das Skalarprodukt eines höherdimensionalen Raums verwendet 

wird, ohne die Vektoren in diesen Raum tatsächlich zu überführen. Eine SVM kann, wie 

im Falle dieser Arbeit, auch als ein Regressionsmodell eingesetzt werden (Abbildung 9). 

Die Hyperebene verhält sich dann ähnlich wie bei einer linearen Regression als Funktion 

zur Vorhersage einer abhängigen Variablen. Der Vorteil der SVM gegenüber der linearen 

Regression besteht darin, dass mit dem Parameter ε definiert werden kann, mit welchem 

Abstand zur Hyperebene die Trainingsdaten Berücksichtigung finden. Um Daten, die au-
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ßerhalb dieses Bereichs liegen dennoch mit einzubeziehen, wird die Toleranz für ihre je-

weilige Abweichung ξ mit Hilfe des Strafparameters ∁ bestimmt. Zur Transformation der 

Trainingsdaten in eine höhere Dimension und Definierung einer linearen Hyperebene 

wurde in dieser Arbeit auf eine polynomiale Kernelfunktion zurückgegriffen. Diese konnte 

bereits in vorangegangen Arbeiten im Zusammenhang mit Regressionsanalysen von 

sEMG-Features gute Ergebnisse erzielen. Um die Genauigkeit der SVM zu verbessern, 

wurden die Hyperparameter d	(Grad des Polynoms), ∁, und ε in ihren Einstellungen opti-

miert (getuned) (Ito et al., 2003; Toledo-Pérez et al., 2019). 

 

 
 
Abbildung 9: Darstellung einer Support Vector Machine Regression 

w!x! zeigt beispielhaft die Projektionen einer Hyperebene mit den Fehlertoleranzebenen 

w!x! + ε und w!x! − ε als Geraden. x! stellt die unabhängige Variable dar. ε definiert mit 

welchem Abstand zur Hyperebene die Trainingsdaten berücksichtigt werden. ξ! stellt die 

Abweichung eines Punktes außerhalb des definierten Grenzbereichs um die Hyperebene 

dar. ∁ definiert die Toleranz zur Berücksichtigung von Daten außerhalb des Grenzbe-

reichs. 
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k-nächste-Nachbarn Regression (KNN) 
Bei dem k-nächste-Nachbarn-Algorithmus handelt es sich wie bei der SVM um eine nicht-

parametrische Methode flachen maschinellen Lernens zur Klassifikation und Regressions-

analyse von Daten. Ein neuer Testdatenpunkt x! wird hierbei hinsichtlich seiner k nächsten 

klassifizierten Trainingsdaten untersucht (Abbildung 10). In dieser Arbeit wurde die Distanz 

zwischen Punkten mittels des euklidischen Abstands bestimmt:  

 

d(x, y) = G*(x! − y!):
=

!#$

 

 

x stellt einen neuen zu testenden Punkt, y einen Punkt der Trainingsdaten dar. Im Rahmen 

einer Klassifikation wird x der Klasse zugeordnet, die bei den k nächsten Nachbarn in der 

Mehrheit vorliegt. Soll eine Regression unternommen werden, wird der Durchschnitt der 

Regressionsparameter der k nächsten Nachbarn gebildet. Der Hyperparameter k wurde in 

dieser Arbeit zur Verbesserung der Performance getuned (s.u.) (Piryonesi et al., 2020). 

 

 
 

Abbildung 10: Darstellung einer k-nächste-Nachbarn Regression  

Dargestellt ist ein exemplarischer Testdatenpunkt mit seinen vier nächsten Nachbarn bei 

k=4. 
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Random Forest Regression (RF) mit einem Extra-Trees-Algorithmus 
Ein Random Forest stellt einen weiteren nichtparametrischen Algorithmus für Klassifikatio-

nen und Regressionen dar. Er bildet sich aus vielen unkorrelierten Entscheidungsbäumen 

(Decision Trees), deren Ergebnisse zur bestmöglichen Vorhersage miteinander kombiniert 

werden (Abbildung 11). Im Rahmen von Klassifikationsprozessen wird dazu die Klasse ei-

nem Testdatensatz zugewiesen, die am häufigsten von den verschiedenen Entscheidungs-

bäumen gewählt wurde. Bei einer Regression wird der Durchschnitt der einzelnen Prädikti-

onen gebildet. Zur Konzipierung der verschiedenen Bäume eines klassischen Random Fo-

rest werden jeweils eigene Bootstrap-Stichproben des Trainingsdatensatzes genutzt (Bag-

ging). Da in dieser Arbeit ein Extremely-Randomized-Trees-Algorithmus (Extra-Trees-Algo-

rithmus) als abgewandelte Form eines Random Forest Algorithmus zum Einsatz kam, 

wurde der gesamte Trainingsdatensatz verwendet und auf das Bagging verzichtet. Zur Re-

duktion der Korrelation zwischen den Bäumen wird bei beiden Varianten die Anzahl der 

Variablen, die in einer einzelnen Aufteilung (Split) eines Astes berücksichtigt werden, im 

Vorfeld definiert (mtry). Die Algorithmen können so bei jedem Split aus einer zufälligen Aus-

wahl an Features den Kandidaten wählen, der am besten zur weiteren Unterteilung der 

Daten geeignet ist. Sofern eine Variable einen kontinuierlichen Wert widerspiegelt, ist diese 

auch mehrfach im Verlauf eines Astes nutzbar. Der Extra-Trees-Algorithmus setzt die Split-

punkte innerhalb der Menge an vorliegenden Werten, anders als der klassische Random 

Forest Algorithmus, zufällig und wählt die geeignetste Variable nach der geringsten ge-

schätzten Varianz aus. Hierdurch kann der rechnerische Aufwand deutlich reduziert wer-

den, ohne ernsthaft die Qualität der Regression zu gefährden. Zur Verbesserung der Ge-

nauigkeit wurden in dieser Arbeit die Hyperparameter mtry (s.o.) und minimum node size 

(Anzahl der Samples, die in den terminalen Knoten der Bäume mindestens enthalten sein 

sollen) optimiert. Jeder Random Forest bestand gemäß der Standard-Einstellungen des 

caret-Pakets aus 500 Entscheidungsbäumen (Geurts et al., 2006; Hastie et al., 2009). 

 

 

 

 

 

 

 

 

 

 

Abbildung 11: Darstellung einer Random Forest Regression mit drei Decision Trees 
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2.4.5 Tuning der Hyperparameter 

Unter einem Hyperparameter wird ein Parameter verstanden, der zur Einstellung eines Ma-

chine Learning Algorithmus unterschiedliche Werte einnehmen kann. Diese Parameter 

üben dabei einen entscheidenden Einfluss auf die Güte des jeweiligen Modells aus. Übli-

cherweise können für die meisten Hyperparameter Standartwerte der verwendeten Soft-

ware gewählt werden. Eine Optimierung der Werte unter Berücksichtigung des ausgewähl-

ten Trainingsdatensatzes kann allerdings zu einer deutlichen Verbesserung der Prädikti-

onsgenauigkeit führen (Tuning). Folgende Hyperparameter wurden in dieser Arbeit in den 

jeweiligen Regressionsmodellen zum Tuning ausgewählt:  

 

• Support Vector Machine Regression: d, ∁, und ε  

• k-nächste-Nachbarn-Regression: k 

• Random Forest Regression: mtry und minimum node size 

 

Die Gesamtheit aller Kombinationsmöglichkeiten mehrerer Hyperparameter wird als Para-

meterraum definiert. Zur Bewertung einer möglichen Einstellung muss diese zum Training 

des Regressionsmodells eingesetzt und dessen Ergebnis mit denen anderer Einstellungen 

verglichen werden. Eine manuelle Suche nach den möglichst optimalen Hyperparametern 

ist auf Grund der Größe und Komplexität des Parameterraums und dem damit verbundenen 

Rechenaufwand sehr aufwendig. Um sich der besten Einstellung dennoch weitestgehend 

anzunähern und die Zahl der dafür benötigten Durchgänge zu reduzieren, existieren ver-

schiedene automatisierte Techniken (Bischl et al., 2016). In dieser Arbeit wurden die Hy-

perparameter mit Hilfe einer Rastersuche (Gridsearch) des caret-Pakets innerhalb von R 

(v.3.6. 2, R Core Team) getuned. Bei einer Gridsearch wird ein Bereich des Parameter-

raums definiert, aus welchem die Werte des Hyperparameters in festgelegten Abständen 

zum Training des jeweiligen Regressionsmodells gewählt werden. Sofern mehrere Hyper-

parameter eines Modells zum Tuning ausgewählt sind, ergibt sich eine bestimmbare Zahl 

zu überprüfender Kombinationsmöglichkeiten (Abbildung 12) (Kuhn, 2015).  

Die verschiedenen Werte und Kombinationsmöglichkeiten der Hyperparameter aus der 

Gridsearch wurden jeweils in zehn Wiederholungen einer zehnfachen Kreuzvalidierung 

getestet. Zu diesem Zweck wurde der Trainingsdatensatz per Zufall in zehn Datensätze 

gleicher Größe unterteilt. Jeder dieser Datensätze fungierte anschließend in zehn Durch-

gängen einmal als Testsatz und neunmal als Trainingssatz. Dieser gesamte Prozess 

wurde zehnmal wiederholt. Somit wurden alle zu überprüfenden Einstellungen der Hyper-

parameter jeweils 100-mal zum Training und zur Testung ihres zugehörigen Regressions-
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modells verwendet. Als Entscheidungsgrundlage für die Auswahl der besten Einstellun-

gen der Hyperparameter wurden die Wurzeln der mittleren Fehlerquadratsummen (Root 

Mean Square Error, RMSE) zwischen prognostizierten Scores des dritten Abschnitts der 

MDS-UPDRS und klinisch ermittelten Scores berechnet. Die Hyperparametereinstellun-

gen, welche die niedrigsten mittleren RMSE hervorbrachten, wurden in der weiteren Ana-

lyse berücksichtigt (Bergmeir et al., 2012).  

 

 
 

Abbildung 12: Darstellung einer Gridsearch mit zwei Hyperparametern 

Es gilt beispielhaft: Hyperparameter 1 ∈ {1,… , N}; Hyperparameter 2 ∈ {1,… , K}. 
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2.4.6 Untersuchungsmodelle 

Zur Überprüfung der zentralen Arbeitshypothese und den hierzu formulierten Fragestellun-

gen wurden auf der Grundlage der oben beschriebenen Techniken vier verschiedene Un-

tersuchungsmodelle entworfen: 

 

Untersuchung 1: Innerhalb dieser Untersuchung sollte den Fragestellungen i. und ii. (s.o.) 

nachgegangen werden. Es fanden ausschließlich die aufgezeichneten Parameter der 

sEMG-Elektroden 4, 5 und 8 Verwendung. Zur Ermittlung der bestmöglichen Kombinatio-

nen aus Featuresatz, Regressionsmodell und Sampleintervallgröße (Fragestellungen i., ii.) 

wurden aus den Featuredatensätzen der verschiedenen Samplegrößen (1s, 2s, …, 7s) je-

weils vier unabhängige Datensätze mit folgender Auswahl an Features gebildet werden:  

 

a) Hudgins Featuresatz + Dus Featuresatz + Root Mean Square (Alle Features) 

b) Dus Featuresatz 

c) Hudgins Featuresatz 

d) Root Mean Square 

 

Aus diesen Datensätzen wurden in zufälliger Auswahl 90% der Features zum Training und 

10% der Features zur Testung der vier Regressionsmodelle ausgewählt (Abbildung 13). 

Die Hyperparameter der Regressionsmodelle wurden mit Hilfe einer Gridsearch und zehn 

Wiederholungen einer zehnfachen Kreuzvalidierung anhand des Trainingsdatensatzes ge-

tuned. Anschließend wurden die optimierten Regressionsmodelle mit dem Testdatensatz 

erprobt und die Pearson Korrelation zwischen prädizierten und klinisch ermittelten Scores 

des dritten Abschnitts der MDS-UPDRS bestimmt. Zum Vergleich der Prädiktionsgüte der 

unterschiedlichen Regressionsmodelle wurden ausgewählte Modelle hinsichtlich der Signi-

fikanz ihres Unterschiedes untersucht. 

 

Untersuchung 2: In einer weiteren Untersuchung sollte der individuelle Einfluss der ein-

zelnen Features auf die Prädiktionsgüte des Regressionsmodells aus Untersuchung 1 mit 

der höchsten Pearson Korrelation zwischen prädizierten und klinisch ermittelten Scores des 

dritten Abschnitts der MDS-UPDRS untersucht werden (Fragestellung iii.). Hierfür wurde 

das Modell mit jedem Feature einzeln in der zuvor identifizierten optimalen Sampleintervall-

länge trainiert und getestet. Anschließend wurde das gleiche Regressionsmodell weitere 

achtmal jeweils mit einem Datensatz aus sieben der acht Features, wobei jedes Feature 

einmal fehlte, trainiert und getestet. Wie in Untersuchung 1 wurden ausschließlich die Pa-

rameter der sEMG-Elektroden 4, 5 und 8 berücksichtigt. Für alle Regressionsmodelle wurde 
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die Pearson Korrelation zwischen prädizierten und klinisch ermittelten Scores des dritten 

Abschnitts der MDS-UPDRS bestimmt. 

 

Untersuchung 3: Die Regressionsmodelle der vorangegangenen Untersuchungen wurden 

auf der Grundlage der Parameter der sEMG-Elektroden vier, fünf und acht konzipiert. Dies 

geschah gemäß der Annahme, dass das Tapping insbesondere aus den koordinierten Kon-

traktionen des Musculus extensor digitorum communis (MEDC) und des Musculus flexor 

digitorum superficialis (MFDS) resultiert. Die Elektroden vier, fünf und acht befanden sich 

bei korrekter Anlage des Messarmbands in geeignetster anatomischer Position, um ihre 

motorischen Innervationen zu registrieren. In dieser Untersuchung sollte geprüft werden, 

welchen Einfluss eine Veränderung der Anzahl genutzter sEMG-Elektroden auf die Prädik-

tionsgüte des Regressionsmodells aus Untersuchung 1 mit der höchsten Pearson Korrela-

tion zwischen prädizierten und klinisch ermittelten Scores des dritten Abschnitts der MDS-

UPDRS ausübt (Fragestellung iv.). 

Zu diesem Zweck wurden acht verschiedene Featuredatensätze auf der Grundlage der auf-

gezeichneten Parameter von einem bis acht sEMG-Kanälen gebildet. Mit Kanal Nummer 

Eins wurde als einzelne Elektrode begonnen. Bei jeder Erhöhung der Zahl genutzter Kanäle 

wurde der in numerischer Reihenfolge folgende Kanal bis zum achten und letzten hinzuge-

fügt (Abbildung 5). Die Datensätze wurden in gleicher Weise wie in den vorigen Untersu-

chungen in einen Trainings-und Testdatensatz differenziert und auf das besagte Regressi-

onsmodell angewandt. Anschließend erfolgte die Bestimmung der Pearson Korrelation zwi-

schen prädizierten und klinisch ermittelten Scores des dritten Abschnitts der MDS-UPDRS. 

 

Untersuchung 4: Zuletzt sollten die einzelnen Features hinsichtlich möglicher Redundan-

zen überprüft werden (Fragestellung v.). Zu diesem Zweck wurden die Pearson Korrelatio-

nen aller möglichen Kombinationen zweier Features der insgesamt acht Features aus den 

Daten aller sEMG-Elektroden bestimmt. 
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Abbildung 13: Darstellung der Datenverarbeitung von Untersuchung 1 

n: Anzahl, s: Sekunden; RMS: Root mean square; LR: Lineare Regression; SVM: Support 

vector machine; KNN: k-nächste-Nachbarn Regression; RF: Random Forest Regression; 

MDS: Movement Disorder Society; UPDRS: Unified Parkinson’s Disease Rating Scale 
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2.5 Statistische Analyse  

Die statistische Auswertung der allgemeinen Charakteristika und Untersuchungsbefunde 

der ProbandInnen fand mit Hilfe des Programms Excel 2019 (Microsoft Corporation, USA) 

statt. Hierzu wurden zur Beschreibung nominalskalierter Variablen die absoluten Häufigkei-

ten und bei den übrigen Variablen die arithmetischen Mittel und Standardabweichungen 

bestimmt.  

Zur Analyse der Ergebnisse der Regressionsmodelle kam das cocor-Paket innerhalb der 

statistischen Software R (v.3.6. 2, R Core Team) zum Einsatz. Zwischen prädizierten und 

klinisch ermittelten Scores der MDS-UPDRS wurde die Produkt-Moment-Korrelation r 

(Pearson Korrelation) mit Werten zwischen -1 und 1 als Maß für deren linearen Zusammen-

hang ermittelt. Zu diesem Zweck berechnete die Software Varianz und Kovarianz der bei-

den Variablen. Für jeden Korrelationskoeffizienten wurde außerdem das zugehörige 95%-

Konfidenzintervall bestimmt. Hierfür wurden die Korrelationskoeffizienten zunächst durch 

die Fisher-z-Transformation in normalverteilte Variablen überführt und der jeweilige Stan-

dardfehler errechnet (Diedenhofen et al., 2015).  

Weiterhin sollten ausgewählte Regressionsmodelle bezüglich der statistischen Signifikanz 

des Unterschiedes ihrer Prädiktionsgüten untersucht werden. Die Korrelationen der Mo-

delle wurden dafür mit Hotelling’s T²-Test als multivariates Verfahren verglichen. Ein signi-

fikantes Abweichen von der Nullhypothese wurde auf der Grundlage eines zweiseitigen 

Tests bei einem Signifikanzniveau von α = 0,05 überprüft (Hotelling, 1953).  

Für alle 28 möglichen Kombinationen zweier Features der acht Features wurden die Pear-

son Korrelationen bestimmt.  

Zur Bewertung der Höhe einer Pearson Korrelation fand die Interpretation von Korrelations-

koeffizienten nach Cohen Verwendung. Diese besagt, dass bei |r| ≥ 0,5	von einer hohen, 

bei |r| ≥ 0,3 von einer mittleren und bei |r| ≥ 0,1 von einer geringen Korrelation auszugehen 

ist (Cohen, 1988).  
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3 Ergebnisse 
3.1 Deskriptive Statistik 

In dem Zeitraum vom 22.10.2018 bis 28.04.2020 nahmen insgesamt 47 ProbandInnen, ent-

sprechend der aufgeführten Ein- und Ausschlusskriterien, in den Räumlichkeiten der Neu-

rologie des Universitätsklinikums Gießen und Marburg GmbH (UKGM) am Standort Mar-

burg an dieser Studie teil. Eine Probandin und ein Proband mussten zu einem späteren 

Zeitpunkt wieder ausgeschlossen werden und konnten im weiteren Verlauf nicht berück-

sichtigt werden. Bei Ersterem wurde die Diagnose nachträglich von einem iPS zu einem 

atypischen Parkinson-Syndrom korrigiert. Im zweiten Fall konnten die Aufzeichnungen auf 

Grund technischer Probleme während der Versuchsdurchführung nicht weiterverarbeitet 

werden.  

Die Auswertung dieser Arbeit beinhaltete die Daten von 45 PatientInnen, davon 11 weibli-

che und 34 männliche. Das mittlere Alter am Tag der Teilnahme betrug 59,2 ± 8,8 Jahre 

mit einer Krankheitsdauer von 7,5 ± 5 Jahren und einer durchschnittlichen Einordnung der 

Krankheitsschwere auf der Hoehn und Yahr Skala von 2,6 ± 1,3. Bei 25 der ProbandInnen 

bestand eine Seitendominanz des iPS der rechten Körperhälfte, gegenüber 20 ProbandIn-

nen mit einer stärker betroffenen linken Seite. Die Differenzierung der PatientInnen anhand 

ihrer vorherrschenden klinischen Formen ergab 15 akinetisch-rigide-, 11 tremordominante- 

und 19 Äquivalenztypen. Im Rahmen der Testungen wurde ein Score des dritten Abschnitts 

der MDS-UPDRS im „Off“ von durchschnittlich 45,7 ± 23,1 und im „On“ von 33,0 ± 19,4 

festgestellt. An täglicher Medikation erhielten die PatientInnen eine Levodopa-Äquivalenz-

dosis (LED) von 641,7 ± 489,1 mg. Bezüglich der Lebensqualität der Untersuchten ergab 

der PDQ-39 einen mittleren Score von 26,6 ± 15,2. Weiterhin konnte hinsichtlich der Unter-

suchung auf Anzeichen einer Demenz mittels des DemTects ein durchschnittlicher Wert 

von 13,9 ± 4,0 ermittelt werden. Nach Auswertung der EHI waren 39 der ProbandInnen 

rechtshändig, 6 ausgeglichen händig und niemand linkshändig (Tabelle 5). Weitere indivi-

duelle Charakteristika der ProbandInnen können unter dem Punkt 9.2.1 des Anhangs ein-

gesehen werden.  
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Tabelle 5: Charakteristika des Patientenkollektivs  

 

 Allgemeine Charakteristika 
Gesamt (n) 45 

Alter (Jahre)1 59,2 ± 8,8 

Größe (cm)1 176,0 ± 8,2 

Gewicht (kg)1 86,2 ± 16,0 

Geschlecht (n) 11 weiblich, 34 männlich 

Krankheitsdauer (Jahre)1 7,5 ± 5,0 

LED (mg)1 641,7 ± 489,1 

 Berufsreife Mittlerer Abschluss Hochschulreife 

Bildung (n) 18 14 14 

 Akinetisch-rigide Tremordominant Äquivalenztyp 

Klinische Form (n) 15 11 19 

 Links Rechts 

Seitendominanz (n) 20 25 

Untersuchte Seite (n) 18 27 

 Klinische Scores 
Hoehn und Yahr (Punkte)1 2,6 ± 1,3 

MDS-UPDRS Abschnitt III 

„Off“ (Punkte)1 

45,7 ± 23,1 

MDS-UPDRS Abschnitt III 

„On“ (Punkte)1 

33,0 ± 19,4 

PDQ-39 (Punkte)1 26,6 ± 15,2 

DemTect (Punkte)1  13,87 ± 4,0 

 Durchschnitt Rechts  Links  Ausgeglichen 

EHI (Punkte)1 84,2 ± 21,3 39 (n) 0 (n) 6 (n) 

 

n: Anzahl; 1: Arithmetisches Mittel ± Standardabweichung; LED: Levodopa-Äquivalenzdo-

sis; MDS: Movement Disorder Society; UPDRS: Unified Parkinson’s Disease Rating Scale; 

PDQ: Parkinson’s Disease Questionnaire; EHI: Edingburgh Händigkeits-Fragebogen 
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3.2 Untersuchung 1: Korrelationen der Regressionsmodelle 

3.2.1 Lineare Regression  

Das Regressionsmodell der linearen Regression erbrachte bei jeder untersuchten Samp-

leintervalllänge die höchsten Pearson Korrelationen (r) zwischen prädizierten und klinisch 

ermittelten Werten des dritten Abschnitts der MDS-UPDRS, wenn alle Features für Training 

und Testung genutzt wurden (r>!, = 0,318 − r>+5 = 0,478) (Abbildung 14). Der maximale 

Korrelationskoeffizient der linearen Regression insgesamt konnte mit  r = 0,478 bei einer 

Sampleintervalllänge von vier Sekunden ermittelt werden. Nach der Interpretation von Kor-

relationskoeffizienten nach Cohen entspricht dieser Wert einer mittleren Korrelation. Bei 

Verwendung von Dus Featuresatz wurden bei fünf der sieben Sampleintervalllängen die 

jeweils zweithöchsten Korrelationen erzielt, mit dem maximalen Koeffizienten bei einer 

Sampleintervalllänge von vier Sekunden (r>!, = 0,267 − r>+5 = 0,447). Hudgins Feature-

satz erreichte als Grundlage der linearen Regression bei einer Sampleintervalllänge von 

vier Sekunden sein bestes Ergebnis. In den Sampleintervalllängen von einer und fünf Se-

kunden erbrachte es den jeweils zweithöchsten Koeffizienten (r>!, = 0,224 − r>+5 =

0,405). Die alleinige Verwendung des RMS produzierte in allen Sampleintervalllängen die 

jeweils niedrigsten Korrelationskoeffizienten mit einem Maximum bei einer Sekunde (r>!, =

0,158 − r>+5 = 0,273).  

 

 

 

 

 

 

 

 

 

 

 

Abbildung 14: Korrelationen der linearen Regression 

Dargestellt sind die Pearson Korrelationen und 95%-Konfidenzintervalle zwischen prädi-

zierten und klinisch ermittelten Scores des dritten Abschnitts der MDS-UPDRS der linearen 

Regression in Kombination mit verschiedenen Featuresätzen und Sampleintervalllängen. 

all: Dus Featuresatz + Hudgins Featuresatz + RMS; du: Dus Featuresatz; hudgins: Hudgins 

Featuresatz; rms: RMS; s: Sekunden 
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3.2.2 Support Vector Machine Regression 

Die SVM Regression zeigte in fünf der sieben untersuchten Sampleintervalllängen bei Nut-

zung aller Features für Training und Testung die höchsten Pearson Korrelationen zwischen 

prädizierten und klinisch ermittelten Werten des dritten Abschnitts der MDS-UPDRS (r>!, =

0,360 − r>+5 = 0,561) (Abbildung 15). Der maximale Wert der SVM von r = 0,561 wurde 

bei einer Sampleintervalllänge von sechs Sekunden und dem Einsatz aller Features erzielt. 

Nach der Interpretation von Korrelationskoeffizienten nach Cohen entspricht dieser Wert 

einer hohen Korrelation. Die Verwendung des Features RMS konnte in den Sampleinter-

valllängen von zwei und drei Sekunden die jeweils höchsten Korrelationskoeffizienten pro-

duzieren mit einem Maximum bei zwei Sekunden (r>!, = 0,326 − r>+5 = 0,500). Dus Fea-

turesatz erreichte in der Kombination mit der SVM-Regression bei sechs Sekunden sein 

bestes Ergebnis und in sechs der Sampleintervalllängen die jeweils zweithöchsten Korre-

lationskoeffizienten (r>!, = 0,345 − r>+5 = 0,521). Hudgins Featuresatz erbrachte seine 

maximale Korrelation bei einer Intervalllänge von einer Sekunde (r>!, = 0,285 − r>+5 =

0,514).  

 

 
Abbildung 15: Korrelationen der Support Vector Machine Regression 

Dargestellt sind die Pearson Korrelationen und 95%-Konfidenzintervalle zwischen prädi-

zierten und klinisch ermittelten Scores des dritten Abschnitts der MDS-UPDRS der Support 

Vector Machine Regressionen in Kombination mit verschiedenen Featuresätzen und Samp-

leintervalllängen. 

all: Dus Featuresatz + Hudgins Featuresatz + RMS; du: Dus Featuresatz; hudgins: Hudgins 

Featuresatz; rms: RMS; s: Sekunden 
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3.2.3 k-nächste-Nachbarn Regression 

Die k-nächste-Nachbarn Regression präsentierte bei allen Sampleintervalllängen bei der 

Verwendung aller Features für Training und Testung die gleichen Korrelationskoeffizienten 

und Konfidenzintervalle zwischen prädizierten und klinisch ermittelten Werten des dritten 

Abschnitts der MDS-UPDRS wie bei der Verwendung von Dus Featuresatz (Abbildung 16). 

In fünf der sieben untersuchten Sampleintervalllängen zeigten die beiden Featuresätze die 

jeweils höchsten Korrelationen (r>!, = 0,473 − r>+5 = 0,705). Der maximale Korrelations-

koeffizient der k-nächste-Nachbarn-Regression mit r = 0,705 wurde mit den genannten 

Featuresätzen bei einer Intervalllänge von vier Sekunden festgestellt. Nach der Interpreta-

tion von Korrelationskoeffizienten nach Cohen entspricht dieser Wert einer hohen Korrela-

tion. Das Feature RMS konnte als Grundlage der k-nächste-Nachbarn-Regression in den 

Sampleintervalllängen von einer und zwei Sekunden den jeweils höchsten und bei den län-

geren Intervalllängen den jeweils zweithöchsten Korrelationskoeffizienten produzieren 

(r>!, = 0,193 − r>+5 = 0,682). Hudgins Featuresatz erbrachte in allen Sampleintervalllän-

gen den jeweils niedrigsten Korrelationskoeffizienten mit einem maximalen Wert bei sechs 

Sekunden (r>!, = 0,246 − r>+5 = 0,492).  

 

 
Abbildung 16: Korrelationen der k-nächste-Nachbarn-Regression 

Dargestellt sind die Pearson Korrelationen und 95%-Konfidenzintervalle zwischen prädi-

zierten und klinisch ermittelten Scores des dritten Abschnitts der MDS-UPDRS der k-

nächste-Nachbarn-Regressionen in Kombination mit verschiedenen Featuresätzen und 

Sampleintervalllängen. 

all: Dus Featuresatz + Hudgins Featuresatz + RMS; du: Dus Featuresatz; hudgins: Hudgins 

Featuresatz; rms: RMS; s: Sekunden 
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3.2.4 Random Forest Regression (Extra-Trees-Algorithmus) 

Die Random Forest Regression mit einem Extra-Trees Algorithmus konnte in sechs der 

sieben untersuchten Sampleintervalllängen in der Kombination mit allen Features die 

höchsten Korrelationen nach Pearson zwischen prädizierten und klinisch ermittelten Wer-

ten des dritten Abschnitts der MDS-UPDRS produzieren (r>!, = 0,576 − r>+5 = 0,739) (Ab-

bildung 17). Der maximale Korrelationskoeffizient der Random Forest Regression von r =

0,739  ergab sich bei einer Sampleintervalllänge von sechs Sekunden unter Verwendung 

aller Features.  Nach der Interpretation von Korrelationskoeffizienten nach Cohen entspricht 

dieser Wert einer hohen Korrelation. Auch RMS, Dus Featuresatz und Hudgins Featuresatz 

als Grundlage der Random Forest Regression erzielten ihre jeweilig höchsten Korrelations-

koeffizienten bei einer Sampleintervalllänge von sechs Sekunden. Der alleinige Einsatz 

vom RMS erbrachte bei der Intervalllänge von einer Sekunde die höchste Korrelation und 

bei zwei, fünf und sechs Sekunden die jeweils zweithöchsten Korrelationen (r>!, = 0,550 −

r>+5 = 0,729). Dus Featuresatz konnte bei den Intervalllängen drei, vier und sieben Sekun-

den die jeweils zweithöchsten Korrelationskoeffizienten hervorbringen (r>!, = 0,566 −

r>+5 = 0,727). Hudgins Featuresatz erzielte bei jeder Sampleintervalllänge die niedrigsten 

Korrelationen verglichen mit den anderen Featuresätzen (r>!, = 0,519 − r>+5 = 0,713).  

 
Abbildung 17: Korrelationen der Random Forest Regression (Extra-Trees-Algorithmus) 
Dargestellt sind die Pearson Korrelationen und 95%-Konfidenzintervalle zwischen prädi-

zierten und klinisch ermittelten Scores des dritten Abschnitts der MDS-UPDRS der Random 

Forest Regressionen mit einem Extra-Trees-Algorithmus in Kombination mit verschiedenen 

Featuresätzen und Sampleintervalllängen. 

all: Dus Featuresatz + Hudgins Featuresatz + RMS; du: Dus Featuresatz; hudgins: Hudgins 

Featuresatz; rms: RMS; s: Sekunden 

Quelle: Kleinholdermann et al., 2021 
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3.2.5 Vergleich der Regressionsmodelle 

Die Regressionsmodelle Support Vector Machine und Random Forest mit einem Extra-

Trees-Algorithmus erbrachten die höchsten Korrelationskoeffizienten bei einer Samplein-

tervalllänge von sechs Sekunden. Bei der linearen Regression und der k-nächste-Nach-

barn-Regression gelang dies bei einer Sampleintervalllänge von vier Sekunden, wobei die 

Koeffizienten bei sechs Sekunden nur unwesentlich niedriger ausfielen (s.o.). Aus Gründen 

der Übersichtlichkeit soll ein Vergleich der verschiedenen Typen von Regressionsmodellen 

daher im Folgenden anhand der Korrelationen der Modelle erfolgen, die mit Features der 

Sampleintervalllänge von sechs Sekunden trainiert und getestet wurden (Abbildung 18).  

Die Random Forest Regression erzielte gegenüber den anderen Regressionsmodellen die 

insgesamt höchsten Pearson Korrelationen zwischen prädizierten und klinisch ermittelten 

Scores des dritten Abschnitts der MDS-UPDRS, unabhängig von dem zu Grunde liegenden 

Featuresatz. Der maximale Korrelationskoeffizient wurde mit r = 0,739  bei Nutzung aller 

Features ermittelt. Die ermittelten Koeffizienten bei der Verwendung von Dus Featuresatz 

(r = 0,727), Hudgins Featuresatz (r = 0,713)  oder dem RMS (r = 0,729)  zeigten sich nur 

geringfügig kleiner.  

Die Prädiktionsgüte der k-nächste-Nachbarn-Regression ist in dieser Untersuchung hinter 

der Random Forest Regression mit einem Extra-Trees-Algorithmus einzuordnen. Die ermit-

telten Korrelationskoeffizienten bei Einsatz aller Features (r = 0,657), Dus Featuresatz (r =

0,657) und des RMS (r = 0,642) fielen höher aus als alle Koeffizienten der linearen Regres-

sion und der Support Vector Machine Regression. Zwischen der Korrelation der Random 

Forest Regression mit einem Extra-Trees-Algorithmus mit allen Featuresätzen und einer 

Sampleintervalllänge von sechs Sekunden und der Korrelation der k-nächste-Nachbarn-

Regression in gleicher Konfiguration bestand ein signifikanter Unterschied (p = .003, T = 

3.023). Zwischen der Korrelation der k-nächste-Nachbarn-Regression mit allen Features 

und einer Sampleintervalllänge von sechs Sekunden und der Korrelation der Support Vec-

tor Machine Regression in gleicher Konfiguration ließ sich wiederum kein signifikanter Un-

terschied feststellen (p = .059, T = 1.901).  

Die lineare Regression erreicht mit seinen Korrelationskoeffizienten bei Einsatz aller Fea-

tures (r = 0,445), Dus Featuresatz (r = 0,394), Hudgins Featuresatz (r = 0,354)  und des 

RMS (r = 0,245) ausschließlich Werte einer mittleren oder geringen Korrelation nach Co-

hen. Zwischen der Korrelation der Support Vector Machine Regression mit allen Features 

und einer Sampleintervalllänge von sechs Sekunden und der Korrelation der linearen Re-

gression in gleicher Konfiguration konnte ein signifikanter Unterschied ermittelt werden  

(p = .021, T = 2.340). 
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Eine detaillierte Auflistung aller Ergebnisse der Untersuchung 1 ist im Anhang unter dem 

Punkt 9.2.2 zu finden.  

 
 
 
 
Abbildung 18: Korrelationen bei einer Sampleintervalllänge von sechs Sekunden 

Dargestellt sind die Pearson Korrelationen und 95%-Konfidenzintervalle zwischen prädi-

zierten und klinisch ermittelten Scores des dritten Abschnitts der MDS-UPDRS der vier un-

tersuchten Regressionsmodelle (Lineare Regression, Support Vector Machine Regression, 

k-nächste-Nachbarn-Regression und Random Forest Regression mit einem Extra-Trees-

Algorithmus) in Kombination mit verschiedenen Featuresätzen bei einer Sampleintervall-

länge von sechs Sekunden. 

all: Dus Featuresatz + Hudgins Featuresatz + RMS; du: Dus Featuresatz; hudgins: Hudgins 

Featuresatz; rms: RMS; s: Sekunden 

Quelle: Kleinholdermann et al., 2021 

3.3 Untersuchung 2: Einfluss der einzelnen Features  

Die Random Forest Regression mit einem Extra-Trees-Algorithmus konnte bei einer Samp-

leintervalllänge von sechs Sekunden unter Verwendung aller Features die insgesamt 

höchste Pearson Korrelation, verglichen mit den anderen untersuchten Regressionsmodel-

len, erzielen. In einer weiteren Analyse sollte nun der Einfluss der einzelnen Features auf 

die Prädiktionsgüte untersucht werden. Zu diesem Zweck wurden acht Random Forest Re-

gressionsmodelle mit einem Extra-Trees-Algorithmus mit jeweils einem Feature bei einer 

Sampleintervalllänge von sechs Sekunden trainiert und getestet (Abbildung 19). Zusätzlich 

wurden acht weitere Random Forest Regressionsmodelle mit einem Extra-Trees-Algorith-

mus mit jeweils sieben der acht Features bei einer Sampleintervalllänge von sechs Sekun-
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den trainiert und getestet, wobei jedes Feature einmalig fehlte. Es wurden wie in den vori-

gen Untersuchungen die Pearson Korrelationen zwischen den prädizierten und den klinisch 

ermittelten Scores des dritten Abschnitts der MDS-UPDRS bestimmt.  

Die höchste Korrelation bei alleiniger Verwendung eines Features wurde in dieser Untersu-

chung mit dem Root Mean Square (RMS) bei r = 0,742 erzielt, was eine Verbesserung 

gegenüber der oben beschriebenen Korrelation bei alleiniger Nutzung des RMS im Rahmen 

des Konfidenzintervalls darstellt. Bei der Nutzung aller Features bis auf den RMS wurde 

eine leichtgradig verminderte Korrelation von  r = 0,716 ermittelt. Die Features sEMG vari-

ance (VAR) (r = 0,715), Integrated electromyogram (IAV) (r = 0,701), Mean absolute value 

(MAV) (r = 0,698) und Willison amplitude (WAMP) (r = 0,615) erreichten bei alleinigem Ein-

satz ebenfalls starke Korrelationen nach Cohen. Die Features, Slope sign change (SSC) 

(r = 0,496), Zero crossings (ZC) (r = 0,458)  und Waveform length (WL) (r = 0,040) erziel-

ten bei alleinigem Einsatz deutlich geringere Korrelationen als die vorherig genannten. Bei 

Verwendung aller Features mit alleinigem Ausschluss eines Features zeigten alle Features 

bis auf die WL (r = 0,745) einen reduzierten Korrelationskoeffizienten im Vergleich zu der 

Korrelation bei Nutzung aller Features.  

Eine detaillierte Auflistung aller Ergebnisse der Untersuchung 2 ist im Anhang unter dem 

Punkt 9.2.3 zu finden.  
 

 

 
 
 
 
 
 
 
 
 
Abbildung 19: Korrelationen bei Verwendung einzelner Features  

Dargestellt sind die Pearson Korrelationskoeffizienten und 95%-Konfidenzintervalle zwi-

schen prädizierten und klinisch ermittelten Scores des dritten Abschnitts der MDS-UPDRS 

der Random Forest Regressionen mit einem Extra-Trees-Algorithmus in Kombination mit 

verschiedenen einzelnen Features in der Sampleintervalllänge von sechs Sekunden. 

IAV: Integrated electromyogram; MAV: Mean absolute value; RMS: Root mean square; 

WAMP: Willison amplitude; WL: Waveform length; ZC: Zero crossings; SSC: Slope sign 

change; VAR: sEMG variance 
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3.4 Untersuchung 3: Einfluss der Anzahl an sEMG-Elektroden 

Die Regressionsmodelle der vorangegangenen Analysen wurden auf der Grundlage der 

Parameter trainiert und getestet, die durch die sEMG-Elektroden vier, fünf und acht wäh-

rend der wiederholten Ausführung der motorischen Übung Tapping aufgezeichnet wurden. 

In einer weiteren Untersuchung sollte nun überprüft werden, inwieweit der Korrelationsko-

effizient der identifizierten bestmöglichen Kombination aus Regressionsmodell, Featuresatz 

und Sampleintervalllänge durch eine veränderte Zahl an sEMG-Elektroden zur Aufzeich-

nung der Parameter in seiner Höhe beeinflusst werden kann (Abbildung 20). Zu diesem 

Zweck sollten acht Random Forest Regressionsmodelle mit einem Extra-Trees-Algorithmus 

mit Featuredatensätzen, bestehend aus allen Features in einer Sampleintervalllänge von 

sechs Sekunden, trainiert und getestet werden.  Die entsprechenden Datensätze wurden 

auf der Grundlage der aufgezeichneten Parameter von einer bis maximal acht sEMG-Elekt-

roden gebildet. Mit Kanal Nummer Eins wurde als alleinige Elektrode begonnen. Bei jeder 

Erhöhung der Zahl genutzter Elektroden wurde die in numerischer Reihenfolge folgende 

Elektrode (siehe Abbildung 5) hinzugefügt.  

Die niedrigste Pearson Korrelation wurde im Zusammenhang mit dem Einsatz einer einzel-

nen sEMG-Elektrode festgestellt (r = 0,358). Mit den Erweiterungen der genutzten Elektro-

den auf zwei (r = 0,513), drei (r = 0,667), vier (r = 0,758) und fünf (r = 0,853) konnte bei 

jedem Schritt eine deutliche Zunahme der Korrelationskoeffizienten erzielt werden. Die Kor-

relationen bei Verwendung von sechs (r = 0,800), sieben (r = 0,830) und acht (r = 0,834) 

Elektronen zeigen sich nur geringfügig niedriger als die maximale Pearson Korrelation bei 

fünf Elektronen. Die Korrelationskoeffizienten der Regressionsmodelle mit vier, fünf, sechs, 

sieben oder acht Elektroden übertreffen alle Koeffizienten der vorherigen Untersuchungen 

mit drei sEMG-Elektroden. 

Eine detaillierte Auflistung aller Ergebnisse der Untersuchung 3 ist im Anhang unter dem 

Punkt 9.2.4 zu finden.  
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Abbildung 20: Korrelationen bei verschiedener Anzahl genutzter sEMG-Elektroden 

Dargestellt sind die Pearson Korrelationskoeffizienten und 95%-Konfidenzintervalle zwi-

schen prädizierten und klinisch ermittelten Scores des dritten Abschnitts der MDS-UPDRS 

der Random Forest Regressionen mit einem Extra-Trees-Algorithmus in Kombination mit 

allen Features in der Sampleintervalllänge von sechs Sekunden bei einer bis acht genutzten 

sEMG-Elektroden.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

K
or

re
la

ti
on

 

Anzahl berücksichtigter sEMG-Elektroden 



 

 

66 Ergebnisse 

3.5 Untersuchung 4: Korrelationen zwischen den Features  

Aus den acht in dieser Arbeit verwendeten Features ergaben sich insgesamt 28 mögliche 

Kombinationen, die auf ihre jeweilige Pearson Korrelation hin untersucht wurden. Eine 

starke Korrelation nach Cohen bei |r| ≥ 0,5 zeigten 19 der 28 Kombinationsmöglichkeiten. 

Drei Kombinationen ergaben mittlere Korrelationen bei |r| ≥ 0,3 und sechs Kombinationen 

wiesen bei |r| ≥ 0,1 nur eine geringe Korrelation auf (Abbildung 21). Aus sechs der sieben 

Kombinationen des Features Waveform length konnten negative Korrelationskoeffizienten 

abgeleitet werden. Alle weiteren untersuchten Kombinationen ergaben positive Korrelati-

onskoeffizienten.   

 

Abbildung 21: Korrelations-HeatMap für alle genutzten Features 

Dargestellt sind die Pearson Korrelationen zwischen allen möglichen Kombinationen 

zweier Features der in dieser Arbeit genutzten Features.  

IAV: Integrated electromyogram; MAV: Mean absolute value; RMS: Root mean square; 

WAMP: Willison amplitude; WL: Waveform length; ZC: Zero crossings; SSC: Slope sign 

change; VAR: sEMG variance 

Quelle: Kleinholdermann et al., 2021 
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4 Diskussion 
In der vorliegenden Arbeit wurde die oberflächliche Elektromyographie als Verfahren zur 

Quantifizierung motorischer Symptome beim iPS untersucht. Zu diesem Zweck wurden bei 

iPS-erkrankten ProbandInnen im medikamentösen „On“- und „Off“-Zustand elektromyogra-

phische Parameter mit einem Myo Gesture Control ArmbandTM während des wiederholten 

Tippens mit einem Zeigefinger (Tapping) im Rahmen eines definierten Protokolls erfasst. 

Weiterhin erfolgte eine klinische Erhebung des dritten Abschnitts des MDS-UPDRS als kon-

ventionelles Verfahren zur Evaluierung motorischer Beschwerden beim iPS. Aus den erho-

benen elektromyographischen Parametern wurden ausgewählte Merkmale (Features) ab-

geleitet, die kombiniert mit den zugehörigen Scores des dritten Abschnitts der MDS-UPDRS 

dem Training unterschiedlicher Regressionsmodelle als Techniken maschinellen Lernens 

dienten. Zur Optimierung von Hyperparametern erfolgte eine Gridsearch und eine 

Kreuzvalidierung. Die Regressionsmodelle wurden anschließend hinsichtlich ihrer Validität 

in der Prädiktion von MDS-UPDRS-Scores untersucht.   

 

In der abschließenden Auswertung zeigte sich, dass die prädizierten Scores des dritten 

Abschnitts der MDS-UPDRS einiger untersuchter Regressionsmodelle eine hohe Korrela-

tion mit den klinisch ermittelten Werten erzielen konnten. Das beste Ergebnis wurde hierbei 

durch ein Random Forest Regressionsmodell mit einem Extra-Trees-Algorithmus erbracht, 

welches mit acht verschiedenen Features aus den Parametern von fünf sEMG-Elektroden 

bei einer Sampleintervalllänge von sechs Sekunden trainiert und getestet worden war. Dar-

über hinaus produzierten auch das k-nächste Nachbarn Regressionsmodell und die Sup-

port Vector Machine Regression vielversprechende Ergebnisse. Eine Untersuchung hin-

sichtlich möglicher Redundanzen der eingesetzten Features wies bei der Mehrzahl der 

möglichen Kombinationen zweier Features hohe Korrelationen nach. Das Feature Wave-

form Length (WL) konnte als einziges Feature mit einem nachteiligen Effekt auf die Prädik-

tionsgüte identifiziert werden. 

 

Die Ergebnisse dieser Arbeit demonstrieren erstmalig, dass eine objektive Quantifizierung 

motorischer Beschwerden beim iPS mittels oberflächlicher Elektromyographie und Techni-

ken maschinellen Lernens gelingt. Im Folgenden soll eine Einordnung der geschilderten 

Erkenntnisse unter Berücksichtigung verwandter wissenschaftlicher Arbeiten erfolgen. Wei-

terhin werden die hier verwendeten Materialien und Methoden kritisch diskutiert und Limi-

tationen aufgeführt. Zuletzt erfolgen ein Ausblick und eine Darstellung der Anforderungen 

an zukünftige Studien.  
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4.1  Mobile Sensoren zur Beurteilung motorischer iPS-Symptome  

Momentan verfügbare Therapien in der Behandlung des iPS stellen durchweg 

symptomatische Behandlungsformen dar (Pedrosa et al., 2013). Um eine optimale 

Versorgung der PatientInnen zu gewährleisten, müssen daher verschiedene Aspekte 

besondere Beachtung finden. Zum einen wird einer präzisen Diagnostik der Erkrankung in 

einem anfänglichen Stadium eine große Bedeutung zugesprochen, damit auch frühe 

Manifestationen des iPS gezielt therapiert werden können (Rovini et al., 2017). Augustine 

et al. kamen diesbezüglich in einer Untersuchung zu dem Ergebnis, dass mit den 

momentan etablierten Verfahren die korrekte Diagnose des iPS auch in einem hoch 

entwickelten Gesundheitssystem wie dem der USA durchschnittlich erst 1,7 Jahre nach 

dem Auftreten erster Symptome gestellt wird (Augustine et al., 2015). Zum anderen zeigt 

sich das iPS sehr variabel in seiner Progression und dem Auftreten zahlreicher möglicher 

Komplikationen und therapeutischer Nebenwirkungen wie Dyskinesien und 

Wirkungsfluktuationen im Krankheitsverlauf (Ahlskog et al., 2001). Um dennoch eine gute 

Symptomkontrolle zu erreichen, gelten Behandlungsschemata, die an die individuellen 

Bedürfnisse der PatientInnen angepasst sind, als essenziell. Grundlegend für derartige 

Anpassungen durch die TherapeutInnen sind momentan insbesondere Informationen über 

das Auftreten und die Schwere der Symptome im Tagesverlauf sowie das Ansprechen auf 

die tägliche Medikation (Ossig et al., 2013). Sowohl bei der Diagnostik als auch beim 

Monitoring der motorischen Beschwerden des iPS wird hierfür vorrangig auf die MDS-

UPDRS als standardisierte semiquantitative klinische Skala zurückgegriffen (Postuma et 

al., 2015). Diese Klassifikation geht bekanntlich mit einer starken Subjektivität, einem hohen 

Aufwand für PatientInnen und UntersucherInnen sowie einer in Teilen nur moderaten 

Interrater-Reliabilität einher (Goetz et al., 2008; Martínez-Martín et al., 1994). Auch 

verschiedene Modifizierungen der Skala konnten in der Vergangenheit zu keiner 

wesentlichen Verbesserung der Qualität beitragen (Heldman et al., 2011).  

Auf der Grundlage der Limitationen aktueller Verfahren zur Diagnostik und zum Monitoring 

des iPS wurden in den vergangenen Jahren zahlreiche Studien veröffentlicht, die die Ent-

wicklung einer objektiven technischen Lösung zur Quantifizierung von motorischen Be-

schwerden des iPS anstreben. Ein derartiges System soll dabei nicht auf einen Einsatz in 

Institutionen der medizinischen Versorgung beschränkt sein, sondern auch ein mobiles Mo-

nitoring der iPS-PatientInnen im häuslichen Umfeld ermöglichen (Giannakopoulou et al., 

2022). Insbesondere niedrige Anschaffungskosten und eine einfache Handhabung wurden 

hierzu als wichtigste Qualifikationen zur Etablierung als allgemein verfügbares medizini-

sches Gerät identifiziert (Rovini et al., 2017).  
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Bislang vorgestellte Systeme greifen auf eine Vielzahl unterschiedlicher Sensoren, analy-

sierter Aktivitäten bzw. motorischer Übungen und Methoden zur Auswertung der erhobenen 

Parameter zurück. Studien der jüngeren Vergangenheit nutzten vermehrt auch Techniken 

maschinellen Lernens wie Regressionsmodelle und Deep Learning, um eine automatisierte 

Bewertung des motorischen Status zu ermöglichen. Zur Validierung der erzielten Ergeb-

nisse wurden zumeist Korrelationen zu Sub- oder Gesamtscores von etablierten klinischen 

Skalen wie der MDS-UPDRS berechnet (Giannakopoulou et al., 2022).  

Eine Mehrzahl der bislang publizierten Arbeiten nutzte kinematische Daten zur Prädiktion 

der motorischen Symptomschwere von iPS-PatientInnen (Rovini et al., 2019). So verwen-

deten Rodriguez-Molinero et al. ein einzelnes dreiachsiges Akzelerometer, das, am Hand-

gelenk getragen, den Gang von iPS-Erkrankten über einige Minuten im häuslichen Umfeld 

aufzeichnete. Insbesondere die Frequenz der Schritte korrelierte dabei stark mit dem Ge-

samtscore des dritten Abschnitts der MDS-UPDRS (Spearman Korrelation:  r = 	−0,56) 

(Rodríguez-Molinero et al., 2017). In einer anderen Arbeit setzten Zampieri et al. insgesamt 

fünf Sensoren bestehend aus Akzelerometern und Gyroskopen ein, die an Rumpf, unterer 

und oberer Extremität platziert wurden. Die ProbandInnen absolvierten eine abgewandelte 

Form des Timed Up and Go Tests (TUG), bei dem sie von einem Stuhl aufstanden, eine 

Strecke von sieben Metern in gerader Linie gingen, umdrehten, zum Stuhl zurückkehrten 

und sich wieder hinsetzten. Insbesondere die durchschnittliche Geschwindigkeit während 

der Drehung zeigte hier eine hohe Korrelation mit der MDS-UPDRS (Pearson Korrelation: 

r = 	−0,73) (Zampieri et al., 2010).  

Auch Ansätze zur kontaktlosen Beurteilung der motorischen Symptomschwere von iPS-

Erkrankten mittels Kameras konnten bereits überzeugende Resultate präsentieren. Lee et 

al. nutzten in diesem Zusammenhang einen sogenannten Leap Motion Controller. Dabei 

handelt es sich um ein Gerät, das, in Verbindung mit einem Computer und mit Hilfe von 

Infrarotkameras sowie einer speziellen Software, Handbewegungen identifizieren und in-

terpretieren kann. Verschiedene motorische Übungen der oberen Extremität des dritten Ab-

schnitts der MDS-UPDRS wurden hiermit untersucht und teilweise hohe Korrelationen mit 

den klinisch ermittelten Scores erzielt (Pearson Korrelation: r = 	0,86) (Lee et al., 2019). 

Williams et. al. griffen sogar auf eine handelsübliche Smartphonekamera zurück, um mit 

Hilfe der DeepLabCut Software zur Bewegungserkennung das Tippen zwischen Zeigefin-

ger und Daumen von iPS-Erkrankten zu beurteilen. Im Zusammenhang mit den klinisch 

erhobenen Scores des Tappings konnte eine Kombination verschiedener Features eine 

starke Korrelation erzielen (Spearman-Korrelation: r = 	−0,69) (Williams et al., 2020).  

Neben den hier vorgestellten Publikationen existieren noch zahlreiche weitere, die auch 

alternative Geräte wie Spielekonsolen oder Smartwatches sowie Kombinationen der ver-

schiedenen Sensoren von Smartphones zur Quantifizierung motorischer Symptome von 
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iPS-PatientInnen mit sehr positiven Ergebnissen erprobt haben (Kleinholdermann et al., 

2019; Lipsmeier et al., 2018). Allerdings griffen die meisten Studien der vergangenen Jahre 

auf verhältnismäßig kleine Versuchsgruppen zurück. Der geringe Stichprobenumfang 

schränkt dabei die Verallgemeinerbarkeit der bisherigen Resultate in erheblichem Maße ein 

(Rovini et al., 2019). Zum jetzigen Zeitpunkt existiert kein mobiles technisches Gerät, das 

sich im klinischen Alltag des iPS in nennenswertem Ausmaß etablieren konnte 

(Kleinholdermann et al., 2019).  

Die vorliegende Arbeit präsentiert einen vollkommen neuen, bislang unerprobten Ansatz 

bei der Entwicklung eines mobilen Systems zur Beurteilung motorischer Beschwerden beim 

iPS. Hierbei wurde auf Features oberflächiger elektromyographischer Aufzeichnungen und 

Techniken maschinellen Lernens zurückgegriffen, um Scores des dritten Abschnitts der 

MDS-UPDRS zu prädizieren. Die entsprechenden Parameter wurden bei den ProbandIn-

nen mittels eines am Unterarm getragenen Myo Gesture Control ArmbandsTM während des 

Tappings mit einem Zeigefinger erhoben. Um eine bestmögliche Prädiktionsgüte zu erzie-

len, wurden verschiedene Kombinationen aus sEMG-Elektroden, Features, Sampleinter-

valllängen und Regressionsmodellen erprobt und verglichen. In der abschließenden Aus-

wertung konnte eine maximale Pearson Korrelation von r =	0,85 zwischen prädizierten und 

klinisch bestimmten MDS-UPDRS Scores ermittelt werden. Nach Recherche des Autors 

handelt es sich um die erste wissenschaftliche Studie, in der die oberflächliche Elektromy-

ographie gemeinsam mit Techniken maschinellen Lernens in genanntem Zusammenhang 

mit dem iPS zum Einsatz kam (Kleinholdermann et al., 2021).  

Welche Verknüpfung aus Sensor, Software und untersuchter motorischer Tätigkeit letztlich 

die geeignetste Wahl zur Quantifizierung motorischer Symptome des iPS darstellt, kann 

auch mit dieser Arbeit nicht abschließend beantwortet werden. Allerdings herrscht in der 

wissenschaftlichen Literatur allgemeine Einigkeit darüber, dass nur eine begrenzte Anzahl 

an Sensoren zum Monitoring von iPS-PatientInnen gleichzeitig verwendet werden sollte. 

So geht der Einsatz von multiplen am Körper getragenen Sensoren gemeinsam mit einem 

Smartphone mit einer deutlichen Reduktion der Akzeptanz der PatientInnen für das System 

einher (Mazilu et al., 2016). 

Unter Berücksichtigung der Ansätze der bislang publizierten Studien lassen die Ergebnisse 

der vorliegenden Arbeit den Schluss zu, dass der Einsatz der oberflächlichen Elektromyo-

graphie in der Kombination mit Techniken maschinellen Lernens alleinig oder gemeinsam 

mit einer begrenzten Zahl weiterer Sensoren eine vielversprechende Möglichkeit zur Quan-

tifizierung motorischer Beschwerden beim iPS darstellt. Zukünftige Studien sollten die Ver-

knüpfung von oberflächlicher Elektromyographie und maschinellem Lernen in größeren 

Studienkohorten weiter untersuchen, um dessen vollständiges Potential zu ermitteln und 

auszuschöpfen.  



 

 

71 Diskussion 

4.2 Diskussion der Methodik 

4.2.1 Oberflächliche Elektromyographie 

Die oberflächliche Elektromyographie stellt eine Möglichkeit zur mobilen nicht-invasiven 

Aufzeichnung von Muskelaktivität dar. Hierbei können Veränderungen in der Innervation 

von Muskeln dargestellt werden, unabhängig davon, ob sich diese in messbaren Bewe-

gungsmustern manifestieren (Flood et al., 2019). Die Qualifikation dieser Technik zur Be-

urteilung motorischer Beeinträchtigungen wurde in der Vergangenheit bereits bei verschie-

denen Erkrankungen, unter anderem nach Schlaganfällen und Rückenmarksverletzungen, 

wissenschaftlich bestätigt (Barthélemy et al., 2010; Nielsen et al., 2008).  

Oberflächliche elektromyographische Untersuchungen von iPS-Erkrankten haben gezeigt, 

dass deren intermuskuläre Kohärenz in den Frequenzbereichen der Alpha- (8-12 Hz), Beta- 

(15-30 Hz) und Theta-Wellen (4-8 Hz) erhöht ist und eine gesteigerte Synchronisation von 

motorischen Einheiten innerhalb aktiver Muskeln stattfindet (Flood et al., 2019). Morpholo-

gisch wird dies durch wiederkehrende erhöhte Ausschläge und verstärkte Impulsfolgen in 

den elektromyographischen Parametern sichtbar (Rissanen et al., 2012). Die intermusku-

läre Kohärenz des Theta Frequenzbereichs sowie bestimmte Features, die eine Synchro-

nisation motorischer Einheiten abbilden, korrelieren dabei signifikant mit dem Gesamtscore 

der MDS-UPDRS. Weiterhin persistieren die aufgeführten elektromyographischen Auffäl-

ligkeiten selbst nach subjektiven Verbesserrungen der motorischen Beschwerden durch ein 

aufwendiges und spezielles Training. Ob die Beobachtungen auf eine größere, auf die Mo-

toneuronen übertragene, oszillatorische neuronale Synchronität innerhalb des zentralen 

Nervensystems zurückzuführen sind oder ob es sich um das Resultat einer verstärkten pe-

ripheren Reflexaktivität, pathologischer Veränderungen im Muskel bzw. einer Kombination 

dieser Faktoren handelt, ist derzeit noch nicht abschließend verstanden (Flood et al., 2019).  

In der Vergangenheit wurde bereits eine kleinere Zahl an Arbeiten vorgestellt, in denen die 

oberflächliche Elektromyographie im Zusammenhang mit einem mobilen Einsatz beim iPS 

in unterschiedlicher Weise untersucht wurde. Insbesondere die Frage nach der repräsen-

tativsten Muskelgruppe und motorischen Tätigkeit bei der oberflächlichen Elektromyogra-

phie von iPS-Erkrankten konnte bislang allerdings nicht abschließend beantwortet werden. 

 

In der vorliegenden Arbeit gelang die Beurteilung der Symptomschwere von iPS-Erkrankten 

mit Hilfe eines Myo Gesture Control ArmbandsTM. Die Platzierung des Armbands lässt die 

aufgezeichneten Muskelsignale weitestgehend dem Musculus extensor digitorum commu-

nis (MEDC) und dem Musculus flexor digitorum superficialis (MFDS) und somit den promi-

nenten Muskeln bei der Ausführung der hier untersuchten motorischen Übung Tapping des 

Zeigefingers zuordnen. Das beste Resultat konnte bei der Berücksichtigung von fünf der 
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insgesamt acht sEMG-Elektroden erzielt werden. Bei Verwendung von sechs oder mehr 

Elektroden ergaben sich überwiegend ähnliche Korrelationskoeffizienten bei gleichzeitiger 

Zunahme des Rechenaufwands. Bei Steigerung der genutzten Elektroden von einer auf 

fünf Elektroden konnte mit jeder weiteren Elektrode eine Verbesserung des Koeffizienten 

erzielt werden. In der Literatur finden sich sehr ähnliche Ergebnisse bei Untersuchungen 

von Bewegungen am Unterarm. So wurden meist drei bis vier Elektroden als effizienteste 

Anzahl zur Klassifizierung von sEMG-Parameter identifiziert (Farrell, 2008; Hargrove et al., 

2007). Weiterhin erwies es sich als vorteilhaft, wenn die genutzten Elektroden in möglichst 

großem Abstand zueinander platziert wurden (Hargrove et al., 2007). Allerdings gilt es zu 

berücksichtigen, dass individuelle anatomische Begebenheiten zu unterschiedlichen Anfor-

derungen an die Elektrodendichte führen können (Andrews et al., 2009).   

 

Bereits in einer vorangegangenen Studie von Cascarano et al. gelang mit Hilfe des Myo 

ArmbandsTM eine Differenzierung zwischen gesunden und an iPS erkrankten ProbandInnen 

sowie die Klassifizierung in leicht und mild Betroffene. Hierbei analysierte ein neuronales 

Netzwerk Schreibaufgaben auf einem Tablet anhand von Merkmalen wie dem Schreibmus-

ter, der Bewegung des Stifts und dem ausgeübten Druck sowie verschiedener Features der 

elektromyographischen Parameter aller acht sEMG-Sensoren (Cascarano et al., 2019). In 

einer weiteren Studie von Spasojević et al. wurden die elektromyographischen Parameter 

des Myo ArmbandsTM aus verschiedenen motorischen Übungen der oberen Extremität un-

tersucht. Dabei konnten einige Features identifiziert werden, die eine hohe Korrelation mit 

dem Score des dritten Abschnitts der MDS-UPDRS aufwiesen. Die Extrahierung der Fea-

tures erfolgte aus den Parametern aller acht sEMG-Sensoren. Eine Bestimmung der opti-

malen Anzahl an Elektroden, wie in dieser Arbeit geschehen, fand nicht statt  (Spasojević 

et al., 2017). Abseits des Myo ArmbandsTM wurden auch Ergebnisse alternativer Systeme 

zur oberflächlichen elektromyographischen Untersuchung von iPS-PatientInnen vorgestellt. 

Rissanen et. al. analysierten elektromyographische Parameter von isometrischen Kontrak-

tionen des M. biceps brachii und des M. tibialis anterior. Es zeigte sich, dass die Feature-

werte des M. biceps brachii, anders als die des M. tibialis anterior, signifikant zwischen 

verschiedenen Einstellungen der tiefen Hirnstimultion differenzierten und auf optimale Ein-

stellungen derselben hinwiesen (Rissanen et al., 2015). Demnach kann vermutet werden, 

dass auch die Beurteilung der motorischen Beschwerden von iPS-PatientInnen besser an-

hand der Untersuchung der oberen als der unteren Extremität gelingen könnte.  

Ghassemi et. al. kombinierten Analysen oberflächlicher elektromyographischer Messungen 

der Flexoren und Extensoren des Unterarms mit solchen der Parameter von am Handrü-

cken platzierten Akzelerometern. Hiermit gelang ihnen mit einer hoher Genauigkeit die Dif-

ferenzierung zwischen essentiellem Tremor und iPS (Ghassemi et al., 2016). Spasojević et 
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al. konnten wiederum von einer präzisen Diskrimination zwischen Parkinson-Erkrankten 

und Gesunden sowie von verschiedenen Schweregraden auf der Hoehn und Yahr Skala 

mit Hilfe unterschiedlicher Regressionsmodelle und der Kombination von Features aus den 

Parametern von sEMG- und Bewegungssensoren berichten (Spasojević et al., 2017). Es 

ist vorstellbar, dass auch bei dem in dieser Arbeit vorgestellten System eine zusätzliche 

Berücksichtigung der Parameter der integrierten Bewegungssensoren des Myo Gesture 

Control ArmbandsTM zu einer weiteren Verbesserung der Prädiktionsgüte führen könnte. 

Zukünftige Studien sollten verstärkt die Möglichkeiten einer Kombination aus oberflächli-

cher Elektromyographie und Bewegungssensoren untersuchen.  

4.2.2 Tapping  

Dem hier präsentierten System zur Prädiktion des Scores des dritten Abschnitts der MDS-

UPDRS diente die motorische Übung Tapping als methodische Grundlage. Die ProbandIn-

nen absolvierten im „Off“- und im „On“-Zustand jeweils 18 Übungseinheiten mit einer Länge 

von fünf Sekunden, bei denen sie mit dem Zeigefinger der stärker betroffenen Körperhälfte 

schnellstmöglich und mit der größtmöglichen Amplitude auf einen Tisch klopften. Diese Tä-

tigkeit orientiert sich weitestgehend an der Teilaufgabe 3.4. der MDS-UPDRS, bei der die 

PatientInnen den Zeigefinger in ähnlicher Weise zehn Mal gegen den Daumen führen 

(Goetz et al., 2008). 

Beim Tapping handelt es sich grundsätzlich um ein hochfrequentes, repetitives und willkür-

liches Tippen eines Körperteils auf einen fixierten Gegenstand. Die Übung gilt als einfach 

durchzuführen und dennoch als aussagekräftig hinsichtlich von Störungen der Feinmotorik. 

Sie ist weiterhin unabhängig von kulturellen Erfahrungen oder kognitiven Anforderungen 

(Pal et al., 2001). Auch bei gesunden ProbandInnen konnte eine Abnahme der Frequenz 

des Tappings mit steigendem Alter und eine verbesserte Ausführung auf der dominanten 

Seite festgestellt werden (Shimoyama et al., 1990). Parkinson-Erkrankte weisen Schwierig-

keiten bei alternierenden Bewegungen wie dem Wechsel zwischen Flexion und Extension 

auf. Auch das Tapping nimmt daher mit fortschreitender Krankheit signifikant in Amplitude 

und Geschwindigkeit ab und wird zunehmend dysrhythmischer (Freeman et al., 1993). Die 

Dichte an Dopaminrezeptoren in den Basalganglien korreliert hierbei signifikant mit den 

Auffälligkeiten beim Tapping (Volkow et al., 1998).  

Bereits in einigen publizierten Studien wurde auf das Tapping als Übung zur Entwicklung 

mobiler Sensoren beim iPS zurückgegriffen. Mitsi et al. gelang anhand einer Tapping-Auf-

gabe auf einem Tablet mit einer hohen Genauigkeit die Differenzierung zwischen Gesun-

den und Erkrankten (Mitsi et al., 2017). In einer weiteren Arbeit konnten mit Hilfe von Ak-

zelerometern und Gyroskopen Parameter des Tappings identifiziert werden, die eine Diffe-

renzierung des iPS von atypischen Parkinson-Syndromen ermöglichen (Djurić-Jovičić et al., 
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2016). Auch bezüglich der Beurteilung der Symptomschwere des iPS mit Hilfe von mobilen 

Sensoren und einer Tapping-Aufgabe liegen überzeugende Resultate vor. Stamatakis et al. 

erzielten eine hohe Korrelation zwischen den von Ihnen prädizierten MDS-UPDRS Scores 

und den klinisch Erhobenen der Übung Tapping mit Hilfe eines am Finger getragenen Ak-

zelerometers (Stamatakis et al., 2013). Khan et al. konnten wiederum mittels einer Analyse 

von Video-Aufzeichnungen des Tappings gute Resultate bei der Prädiktion von MDS-

UPDRS Scores präsentieren (Khan et al., 2014).  

Die Resultate der vorliegenden sowie der aufgeführten verwandten Arbeiten legen den 

Schluss nah, dass das Tapping eine repräsentative und hilfreiche Aufgabe zur Quantifizie-

rung motorischer Beschwerden beim iPS darstellt. Die Übung könnte in einem zukünftigen 

System alleinig oder auch in Kombination mit anderen Tätigkeiten zur standardisierten mo-

bilen Überwachung der motorischen Beschwerden von iPS-Erkrankten dienen.  

4.2.3 Features 

Bei der Ableitung von Features aus den Parametern oberflächlicher elektromyographischer 

Untersuchungen handelt es sich um eine Methode zur Identifizierung aussagekräftiger ma-

thematischer Informationen und zur Entfernung störender nicht relevanter Anteile. Als Qua-

litätsmerkmale bei der Auswahl an Features bei Regressions- und Klassifikationsprozessen 

gelten insbesondere die Trennbarkeit der Daten nach den gesuchten Klassen, die Robust-

heit gegenüber schwierigeren Aufnahmebedingungen und ein geringer rechnerischer Auf-

wand, um das Verfahren mit einfacher Hardware und in Echtzeit anwenden zu können 

(Hakonen et al., 2015). Klassischerweise können lineare von nicht linearen Features unter-

schieden werden (Hong-Chun et al., 2006). Lineare Features werden weiter in Features 

des Zeitbereichs (time domain features), des Frequenzbereichs (frequency domain fea-

tures) und des Zeit-Frequenzbereichs (time-frequency domain features) differenziert. Bei 

den Features des Zeitbereichs handelt es sich um die am häufigsten verwendeten Features 

zur Klassifizierung von oberflächlichen EMG-Signalen. Ihr großer Vorteil besteht darin, dass 

sie einfach und schnell zu berechnen sind. Allerdings gelten sie auch als empfindlich ge-

genüber Artefakten und Hintergrundrauschen. Features des Frequenzbereichs können ins-

besondere bei der Untersuchung dynamischer Bewegungen zur Charakterisierung der 

Muskelermüdung, der ausgeübten Kraft und der Aktivität motorischer Einheiten genutzt 

werden. Hinsichtlich der Qualität bei Klassifikationsprozessen sind sie den Features des 

Zeitbereichs unterlegen (Hakonen et al., 2015; Phinyomark, Phukpattaranont, et al., 2012). 

Features des Zeit-Frequenzbereichs finden aufgrund ihres hohen Rechenaufwands übli-

cherweise keine Anwendung in medizinischen Geräten (Spiewak et al., 2018). 
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In dieser Arbeit wurde zur Vorhersage von Scores des dritten Abschnitts der MDS-UPDRS 

auf häufig genutzte Standardtfeaturesätze bei der Klassifikation und Regression von sEMG-

Parametern zurückgegriffen (Phinyomark, Phukpattaranont, et al., 2012). Die Auswahl der 

Features erfolgte auf Grund von Ähnlichkeiten in der Aufgabenstellung in Anlehnung an 

eine Arbeit von Kaczmarek et al.. Hier berichteten die Autoren von einer hohen Genauigkeit 

bei der Klassifizierung von Handgesten anhand des Features Root mean square (RMS) 

sowie der Featuresätze von Hudgins et al. und Du et al. (Kaczmarek et al., 2019). Als Da-

tengrundlage der in dieser Studie untersuchten Regressionsmodelle wurden vier verschie-

dene Featuresätze erprobt und deren Ergebnisse miteinander verglichen. Dabei handelte 

es sich um den RMS, Hudgins Featuresatz, Dus Featuresatz und eine Kombination der 

vorherig genannten. Alle verwendeten Features sind der Featureklasse des Zeitbereichs 

zuzuordnen und bilden somit Charakteristika der Amplitude in Abhängigkeit von der Zeit 

anhand spezifischer mathematischer Formeln ab. In begrenztem Ausmaß lassen sie auch 

Aussagen über die Frequenz und die Komplexität der Parameter zu (Hakonen et al., 2015). 

Jeder Featuresatz wurde bei mehreren zu Grunde liegenden Sampleintervalllängen zwi-

schen einer und maximal acht Sekunden zum Training und zur Testung der Modelle ge-

nutzt. Abhängig von der gewählten Intervalllänge wurde somit ein Ausschnitt einer einzel-

nen Übungseinheit in einer entsprechenden Länge zur Generierung der Features verwen-

det.  

Die vier unterschiedlichen Regressionsmodelle zeigten bei Verwendung aller Features die 

jeweils höchsten Korrelationskoeffizienten. Die nächstniedrigeren Korrelationen wurden 

überwiegend bei einem Training mit dem Featuresatz von Du ermittelt. Hudgins Featuresatz 

und der RMS präsentierten meist die schwächsten Korrelationen. Dies deutet darauf hin, 

dass die Kombination mehrerer Features der Verwendung weniger oder einzelner Features 

überlegen ist bei der Prädiktion des dritten Abschnitts der MDS-UPDRS. Phinyomark et al. 

kamen bei der Klassifikation von Handbewegungen zu einem sehr ähnlichen Ergebnis. Sie 

stellten fest, dass sich die Genauigkeit der Vorhersagen einer linearen Diskriminanzanalyse 

verbesserte, wenn die Zahl berücksichtigter Features gesteigert wurde. Auch hier übertra-

fen die Resultate des Featuresatzes von Du die des Featuresatzes von Hudgins 

(Phinyomark, Phukpattaranont, et al., 2012).  

Bezüglich der optimalen Sampleintervalllänge zur Generierung der Features konnte bei 

zwei Regressionsmodellen das beste Ergebnis bei einer Intervalllänge von sechs Sekun-

den registriert werden. Die anderen zwei Modelle präsentierten ihre jeweils stärksten Kor-

relationen bei einer Sampleintervalllänge von vier Sekunden. Eine Verringerung der Ge-

samtzahl analysierter moving windows konnte somit nicht nur zu einer Reduktion des Ge-

samtrechenaufwands, sondern auch zu einer Steigerung der Prädiktionsgüte beitragen. Al-

lerdings gelang dies nur in einem begrenzten Rahmen. So zeigte sich insbesondere bei der 
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k-nächste-Nachbarn-Regression und der Random Forrest Regression mit einem Extra-

Trees Algorithmus, dass eine Verkürzung der Sampleintervalle auf unter vier Sekunden 

eine deutliche Abnahme der Korrelationskoeffizienten zu Folge hat. Alternative Ansätze zur 

Reduktion des Rechenaufwands bei der Klassifikation von oberflächlichen EMG-

Parametern greifen auf Algorithmen wie der Classwise Principal Component Analysis 

(cPCA) oder der Independent Component Analysis (ICA) während der Präprozessierung 

der Daten zurück. Hierbei wird noch vor der Extrahierung von Features die zu analysierende 

Datenmenge durch Bildung bestimmter Matrizen reduziert (Hakonen et al., 2015). Zukünf-

tige Studien sollten vermehrt auch diese Techniken berücksichtigen.  

 

In einer weiteren Untersuchung wurde der jeweilige Einfluss der einzelnen Features auf die 

Prädiktionsgüte exemplarisch anhand eines Random Forest Regressionsmodells mit einem 

Extra-Trees-Algorithmus bei einer Sampleintervalllänge von sechs Sekunden ermittelt. Hier 

fiel bei alleiniger Verwendung der Features RMS, VAR, IAV, MAV und WAMP eine starke 

Korrelation auf. Die Features SSC und ZC präsentierten lediglich eine mittlere und WL über-

haupt keine Korrelation. Sofern iterativ nur sieben aller acht Features genutzt wurden, zeig-

ten sich nur geringe Unterschiede bei den verschiedenen Features. Interessanterweise 

konnte jedoch die Korrelation bei dem Verzicht auf WL gegenüber der Korrelation bei Ver-

wendung aller Features gesteigert werden. Wiederum wurde bei der Nichtberücksichtigung 

der anderen sieben Features eine etwas schwächere Korrelation ermittelt. Diese Ergeb-

nisse lassen den Schluss zu, dass das Feature Waveform length (WL) einen negativen 

Einfluss auf die Qualität der Prädiktion des Scores des dritten Abschnitts der MDS-UPDRS 

ausübt, wohingegen die übrigen Features jeweils zu einer Verbesserung der Prädiktions-

güte beitragen.  

Einige der in dieser Studie verwendeten Features wurden in vorangegangenen Arbeiten 

bereits in ähnlichem Zusammenhang mit dem iPS eingesetzt. Hinsichtlich der Features 

MAV und VAR berichteten schon Spasojević et al. bei der Analyse von Handbewegungen 

von einer starken Korrelation mit dem Score des dritten Abschnitts der MDS-UPDRS 

(Spasojević et al., 2017). In einer weiteren Arbeit von Cascarano et al. konnten die Features 

RMS und ZC mit Hilfe eines neuronalen Netzwerks erfolgreich zur Klassifikation von iPS 

Erkrankten und Gesunden und zur Differenzierung von leicht- und mittelschwer Betroffenen 

eingesetzt werden (Cascarano et al., 2019). Auch alternative wesentlich komplexere Fea-

tures kamen bereits zum Einsatz. Rissanen et al. griffen auf das lineare Feature Sample 

Kurtosis, sowie die nicht-linearen Features Recurrence Rate, Correlation Dimension und 

Coherence Parameter zwischen oberflächlichen elektromyographischen Parametern und 

kinematischen Parametern zurück. Anhand dieser Features gelang die Differenzierung zwi-

schen unterschiedlichen Einstellungen tiefer Hirnstimulation, wohingegen die Korrelation zu 
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klinischen Skalen mittelgradig bis gering ausfiel (Rissanen et al., 2015). Flood et al. ermit-

telten bei der Untersuchung isometrischer Kontraktionen der Oberschenkelmuskulatur 

hohe Korrelationen der intermuskulären Kohärenz von Agonisten und Antagonisten des 

Theta Frequenzbereichs (4-8Hz) sowie den nicht-linearen Features Determinism und 

Sample Entropy mit dem Gesamtscore der MDS-UPDRS (Flood et al., 2019). Es gilt aller-

dings zu betonen, dass nicht-lineare Features mit einem bedeutend höheren Rechenauf-

wand als lineare Features verbunden sind und sich daher kaum für eine Echtzeitanalyse 

anbieten (Ouyang et al., 2014).  

Die in der vorliegenden Arbeit verwendeten Features wurden in einer weiteren Untersu-

chung hinsichtlich möglicher Redundanzen untereinander überprüft. Hierbei konnten bei 

einem Großteil der möglichen Kombinationen zweier Features hohe Korrelationen erzielt 

werden. Auffällig waren die geringeren Korrelationen in Verbindung mit der WL und der 

VAR. Bei der WL ist die Ursache im Zusammenhang mit der verminderten Aussagekraft 

hinsichtlich der motorischen Symptomschwere zu vermuten. Die VAR scheint wiederum 

trotz ihrer hohen Qualität zur Prädiktion des Scores des dritten Abschnitts der MDS-UPDRS 

einen unterschiedlichen Informationsgehalt als die anderen Features zu bieten. Hohe Kor-

relationen zwischen den Features geben einen Hinweis darauf, dass sie nur geringe Unter-

schiede in ihrem Verhalten im Featureraum aufweisen. Die Redundanz von Features des 

Zeitbereichs ist in diesem Zusammenhang ein bereits häufig beschriebenes Problem. Phi-

nyomark et al. stellten fest, dass sich die Genauigkeit von Klassifikationen bei einer Erhö-

hung der Zahl an genutzten Features auf über zwei nur noch geringfügig verbessert. Zur 

Identifizierung der effizientesten Featurekombinationen unternahmen sie eine Differenzie-

rung der Features des Zeitbereichs in vier Untergruppen. Dabei trägt die Nutzung von Fea-

tures verschiedener Untergruppen signifikant zu einer Verbesserung der Genauigkeit bei 

Prädiktionen bei, wohingegen die Kombination von Features der gleichen Gruppe einen 

deutlich geringeren Effekt erzielt. Die in der vorliegenden Arbeit verwendeten Features 

MAV, WL, iEMG, VAR und RMS wurden durch Phinyomark et al. der Gruppe „Informations-

methoden für Energie und Komplexität“ zugeordnet. Die übrigen hier genutzten Features 

ZC, SSC und WAMP stellen Vertreter der Gruppe „Informationsmethoden für Frequenz“ 

dar. Features der Gruppen „Methoden für Prädiktionsmodelle“ und „Zeitabhängige Metho-

den“ kamen in dieser Arbeit wiederum nicht zum Einsatz (Phinyomark, Nuidod, et al., 2012). 

Die beobachte Redundanz der Features erscheint bei Berücksichtigung der Klassifizierung 

von Phinyomark et al. nachvollziehbar auf Grund der Nutzung mehrerer Features derselben 

Gruppe. Eine Kombination der geeignetsten Features aus jeder Gruppe könnte eine Mög-

lichkeit darstellen, die Prädiktionsgüte des hier vorgestellten Systems weiter zu steigern 

und den Gesamtrechenaufwand des Systems gleichzeitig zu verringern. Die beste Auswahl 
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an Features zur Prädiktion des dritten Abschnitts der MDS-UPDRS gilt es auch in zukünfti-

gen Studien weiter zu untersuchen.   

4.2.4 Techniken maschinellen Lernens 

Zur Prädiktion von Scores des dritten Abschnitts der MDS-UPDRS wurden in dieser Arbeit 

vier Regressionsmodelle als Techniken maschinellen Lernens aus dem Bereich des Super-

vised Learnings gemeinsam mit einer Gridsearch und einer Kreuzvalidierung als allgemein 

anerkannte Methoden zum Tuning von Hyperparametern erprobt. Beim maschinellen Ler-

nen handelt es sich um eine Form der Künstlichen Intelligenz. Es zeichnet sich dadurch 

aus, dass es seine Leistung bei einer definierten Aufgabe in ähnlicher Weise wie der 

Mensch durch Training und das Sammeln von Erfahrungen verbessern kann. Regressions-

modelle stellen wiederum eine konventionelle und flache Form des überwachten maschi-

nellen Lernens dar. Ihre Aufgabe besteht darin Zusammenhänge zwischen einer oder meh-

reren unabhängigen Variablen und einer abhängigen Variable darzustellen (Spiewak et al., 

2018).  

In der vorliegenden Arbeit konnte das beste Ergebnis bei der Prädiktion des dritten Ab-

schnitts der MDS-UPDRS durch ein Random Forest Regressionsmodell (RF) mit einem 

Extra-Trees-Algorithmus erzielt werden. Dahinter folgte mit signifikantem Unterschied das 

Modell der k-nächste-Nachbarn-Regression (KNN). Die Support Vector Machine Regres-

sion (SVM) produzierte den nächstniedrigeren Korrelationskoeffizienten, allerdings ohne 

eine Signifikanz in der Differenz zur k-nächste-Nachbarn-Regression. Die signifikant 

schwächste Korrelation wurde bei Verwendung des Modells lineare Regression ermittelt. 

Sowohl die RF als auch die KNN und die SVM präsentierten eine hohe Korrelation nach 

Cohen und somit eine sehr vielversprechende Prädiktionsgüte. Lediglich die LR konnte ma-

ximal eine mittlere Korrelation erreichen.  

In einem Review der wissenschaftlichen Literatur der vergangenen zehn Jahre zur Klassi-

fikation und Regression von kinetischen oder elektromyographischen Parametern bei ver-

schiedenen Fragestellungen im Zusammenhang mit dem iPS wird aufgeführt, dass es sich 

bei der SVM, KNN und der RF um die drei am häufigsten eingesetzten Regressionsmodelle 

handelt. Die Ergebnisse der vorliegenden Arbeit fügen sich nahtlos in den wissenschaftli-

chen Konsens ein, wonach die RF unter den drei Modellen durchschnittlich die besten Re-

sultate erbringt. Der SVM und der KNN wird ebenfalls eine sehr ähnliche und der LR die 

schwächste durchschnittliche Leistung zugeordnet. Als ursächlich für das Abschneiden der 

linearen Regression ist am ehesten die Struktur des Algorithmus, mit der ausschließlich 

lineare Zusammenhänge abgebildet werden können, zu vermuten. Hingegen sind die SVM, 

KNN und RF in der Lage auch nicht-lineare Beziehungen nachzuvollziehen und können 
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durch Optimierung verschiedener Hyperparameter an die jeweilige Fragestellung ange-

passt werden. Die Random Forest Regression bietet auf Grund der Möglichkeit zur indivi-

duellen Gewichtung von Features und der Berücksichtigung einer Vielzahl an Decision 

Trees eine besonders hohe Regressionsgüte. Mit Hilfe des Extra-Trees-Algorithmus kann 

wiederum der rechnerische Aufwand des Random-Forests erheblich reduziert werden, 

ohne wesentlich an Prädiktionsgüte einzubüßen.  

Häufiger noch als die Random Forest Regression konnten in der Literatur der jüngeren 

Vergangenheit neuronale Netzwerke aus dem Bereich des Deep Learnings, einer weiteren 

Form des maschinellen Lernens, als geeignetster Algorithmus identifiziert werden 

(Giannakopoulou et al., 2022). Neuronale Netzwerke sind Modelle aus mehreren miteinan-

der verbundenen Schichten individuell gewichteter künstlicher Neurone. Üblicherweise um-

fassen sie eine Eingabe- und eine Ausgabeschicht, sowie weitere dazwischen liegende 

Schichten in variabler Zahl. Mithilfe integrierter Lernalgorithmen werden die Gewichtungen 

der einzelnen Neuronen dynamisch angepasst, sodass sich die Ergebnisse des Netzwerks 

durch Training automatisch verbessern (Spiewak et al., 2018). Unter den verschiedenen 

neuronalen Netzwerken konnten Systeme mit einem Convolutional Neural Network (CNN) 

die überzeugendsten Resultate präsentieren. CNNs werden üblicherweise insbesondere 

zur Bild- und Spracherkennung eingesetzt. Sie umfassen spezielle Schichttypen im Sinne 

von Convolutional-Schichten, Pooling-Schichten und einer abschließenden vollkommen 

verknüpften Schicht (Matsugu et al., 2003). In einer Arbeit von Tabatabaei et al. wurden ein 

klassisches k-nächste-Nachbarn-Regressionsmodell (KNN) und ein Convolutional Neural 

Network (CNN) zur Differenzierung von „On“- und „Off“-Zuständen von iPS-Erkrankten an-

hand des Timed Up and Go Tests (TUG) untersucht. Als Datengrundlage dienten die kine-

matischen Parameter der Akzelerometer und Gyroskope zweier Myo Gesture Control Arm-

bänderTM. Die Genauigkeit des CNNs übertraf hierbei die des KNN, obwohl es ausschließ-

lich mit unverarbeiteten kinematischen Daten und nicht mit errechneten Features trainiert 

wurde (Tabatabaei et al., 2020). Quin et al. klassifizierten die Schwere des Tremors von 

iPS-PatientInnen mit Hilfe von oberflächlichen elektromyographischen Messungen am 

Oberarm. Auch hier präsentierte ein CNN präzisere Ergebnisse als verschiedene klassi-

sche Regressionsmodelle, darunter eine SVM und eine KNN (Qin et al., 2019).  

Aus den vorgestellten Erkenntnissen kann geschlussfolgert werden, dass das hier präsen-

tierte Random Forest Regressionsmodell mit einem Extra-Trees-Algorithmus ein sehr prä-

zises Modell zur Interpretation von Parametern im Zusammenhang mit dem iPS darstellt. 

Jedoch könnte die Prädiktion des dritten Abschnitts der MDS-UPDRS mit Hilfe neuronaler 

Netzwerke wie beispielsweise eines CNN möglicherweise noch besser gelingen. 
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4.3 Limitationen 

4.3.1 Studiendesign 

Im Zusammenhang mit der vorliegenden Studie ergeben sich einige Kritikpunkte und Limi-

tationen, die im Folgenden aufgeführt und erörtert werden sollen.  

Primäre Limitationen betreffen das Studiendesign hinsichtlich des Versuchsaufbaus und 

der Größe der Patientenkohorte. Auf Grund der geringen Zahl vergleichbarer Arbeiten er-

folgte im Vorfeld dieser prospektiven Pilotstudie keine suffiziente Fallzahlberechnung. Die 

Kohortenstärke von 45 ProbandInnen konnte lediglich bei Betrachtung alternativer Arbeiten 

mit ähnlicher Fragestellung als ausreichend eingeordnet werden (Monje et al., 2019; Rovini 

et al., 2019). Mit einer durchschnittlichen Punktzahl von 2,6 ± 1,3 auf der Hoehn und Yahr 

Skala, einer mittleren Levodopa-Äquivalenzdosis von 641,7 ± 489,1 mg und einem Score 

des dritten Abschnitts der MDS-UPDRS im „Off“ von durchschnittlich 45,7 ± 23,1 und im 

„On“ von 33,0 ± 19,4 bildete das untersuchte Kollektiv ein breites Spektrum der Krankheits-

schwere des iPS ab. Damit eine umfassende Datengrundlage für jeden möglichen MDS-

UPDRS Score gewährleistet und der großen Heterogenität der klinischen Ausprägungsfor-

mern des iPS Rechnung getragen werden kann, müsste dennoch auf ein wesentlich grö-

ßeres Patientenkollektiv zurückgegriffen werden. Für die zukünftige Zulassung eines mobi-

len Systems, wie dem hier vorgestellten, als medizinisches Gerät, werden doppelt verblin-

dete randomisierte Studien mit großen Versuchskohorten notwendig sein (Rovini et al., 

2019). 

Die Versuchsdurchführung im „On“- und im „Off“-Zustand ermöglichte es, alle ProbandIn-

nen bei unterschiedlichen klinischen MDS-UPDRS Scores zu untersuchen. Hierbei gilt es 

zu beachten, dass die PatientInnen in beiden Zuständen eine zusätzliche körperliche und 

geistige Belastung gegenüber ihrem alltäglichen Zustand erlebten. Es ist nicht auszuschlie-

ßen, dass während der Versuche, auf Grund des fehlenden bzw. hohen medikamentösen 

Wirkspiegels, eine Beeinträchtigung der Konzentration und der Compliance mit einer kon-

sekutiven Beeinflussung der Ausführung des Tappings stattgefunden hat. Zukünftig sollte 

auf eine Versuchsdurchführung im provozierten „Off“ oder „On“ verzichtet und stattdessen 

ein stabiler körperlicher Zustand unter der gewohnten Medikation bevorzugt werden.  

Als technisches Gerät wurde in der vorliegenden Arbeit zur Aufzeichnung der oberflächli-

chen elektromyographischen Parameter auf ein Myo Gesture Control ArmbandTM des ka-

nadischen Unternehmens Thalmic Myo Labs zurückgegriffen. Dieses zeichnet mit seinen 

acht sEMG-Sensoren Daten in einer Frequenz von 200 Hz auf. In der Vergangenheit konnte 

gezeigt werden, dass Klassifikationen von oberflächlichen EMG-Parametern bei einer 

Messfrequenz von 1000 Hz zuverlässiger gelingen als bei einer Frequenz von 200 Hz 
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(Phinyomark et al., 2018). Auch die Prädiktion der motorischen Symptomschwere des iPS 

könnte daher von höheren Messfrequenzen profitieren.  

Die Übertragung der Daten vom Armband auf den verbundenen Computer erfolgte drahtlos 

mittels Bluetooth. Hierbei durfte ein Abstand von wenigen Metern auf Grund der begrenzten 

Reichweite nicht überschritten werden, um die Verbindung der Geräte miteinander nicht zu 

gefährden. Ein System für das häusliche Umfeld von iPS-Betroffenen sollte in der Lage 

sein, unabhängig von Bluetooth Verbindungen zu funktionieren. Drahtlose Internetverbin-

dungen wären in diesem Fall eine sinnvolle Alternative.  

Für die zukünftige Bestätigung und Überprüfung der Ergebnisse dieser Arbeit stellt der Um-

stand, dass das Myo Gesture Control ArmbandTM mittlerweile nicht mehr kommerziell ver-

trieben wird, ein relevantes Hindernis dar. Für nachfolgende Arbeiten müssen daher alter-

native technische Geräte gefunden werden.  

Als allgemeine Limitation der oberflächlichen Elektromyographie gilt, dass eine korrekte 

Platzierung mit einem festen Kontakt zur Haut anders als bei Bewegungssensoren oder 

Kameras essenziell für eine zuverlässige und vergleichbare Messung ist. Sofern dieser 

Umstand nicht gewährleistet werden kann, ist die oberflächliche Elektromyographie anfällig 

für Artefakte und Unterbrechungen der Aufzeichnung. Durch eine störungsarme und prä-

zise Fixierung der Sensoren wie mit dem Myo Gesture Control ArmbandTM wird wiederum 

der Tragekomfort und die Möglichkeit zur selbstständigen Anwendung durch die Betroffe-

nen eingeschränkt. Als potenzielle Lösungsansätze sollten zukünftig vermehrt integrierte 

Sensoren in Kleidung oder Handschuhen bei iPS-PatientInnen berücksichtigt werden 

(Niazmand et al., 2011).  

Ebenfalls kritisch zu diskutieren ist das Tapping als repräsentative motorische Übung zur 

Prädiktion der motorischen Symptomschwere. Zwar konnten hier, wie auch in einigen vo-

rangegangen Arbeiten, vielversprechende Ergebnisse präsentiert werden, dennoch bleibt 

die Eignung dieser Übung für ein mobiles Monitoring im häuslichen Umfeld fraglich. Damit 

die Auffälligkeiten beim Tapping vergleichbar und interpretierbar werden, muss das Tap-

ping als repetitive Tätigkeit mit einer hohen Compliance und Genauigkeit absolviert werden. 

Die Messungen dieser Studie fanden aus diesem Grund unter sehr kontrollierten Bedingun-

gen und unter exakter Anleitung statt. Im normalen Alltag von iPS-Betroffenen sind derar-

tige Versuchsbedingungen kaum reproduzierbar. Vielmehr scheint mittlerweile ein Bedürf-

nis nach einer mobilen Überwachung alltäglicher Aktivitäten ohne körperliche und soziale 

Einschränkungen zu bestehen (Rovini et al., 2019). Hierfür geraten zunehmend Smart-

phone-gestützte Systeme in den Fokus, welche unterschiedliche Symptome mit Hilfe meh-

rerer Sensortypen weitestgehend passiv evaluieren (Giannakopoulou et al., 2022; 

Lipsmeier et al., 2018).  
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4.3.2 Datenanalyse 

Die vollständige Abbildung jeder Übungseinheit in den zur Analyse markierten Bereichen 

der sEMG-Spuren sollte auch bei einer reduzierten Compliance der ProbandInnen oder 

Verzögerungen in der Datentransmission anhand einer zusätzlichen Berücksichtigung von 

1,5 Sekunden vor Beginn und nach dem Ende der Anweisung zum Tapping gewährleistet 

werden. Folglich wurden diese Abschnitte auch zur Generierung von Features genutzt. In 

der Mehrzahl der Fälle erfolgte eine korrekte Ausführung der Übung sowie eine störungs-

freie Übertragung der Daten, sodass die besagten Abschnitte meist keine relevanten Infor-

mationen für die weitere Verarbeitung enthielten und sogar einen negativen Einfluss auf die 

Gesamtinformation einer Einheit ausgeübt haben könnten.  

Auch die Bildung von Mittelwerten der Features aller berücksichtigter moving windows einer 

Einheit zur Reduktion der Gesamtrechenleistung ist kritisch zu diskutieren. Hierbei wurde 

Dynamiken während des Verlaufs einer Tappingeinheit möglicherweise nicht ausreichend 

Rechnung getragen. Muskuläre Ermüdung oder Veränderungen im Rhythmus fanden somit 

keine Beachtung, obwohl sie häufig zu beobachtende Phänomene bei iPS-Betroffenen dar-

stellen. Zukünftige Arbeiten sollten die zur Analyse genutzten Datenausschnitte enger an 

den tatsächlichen Grenzen der Übungseinheiten orientieren und mehr als einen Wert pro 

Feature als Abbild einer Übungseinheit einsetzen.  

Bei der Auswahl der Features wurde für diese Arbeit auf anerkannte lineare Standardtfea-

turesätze zur Klassifikation von sEMG-Parametern zurückgegriffen. Immerhin sieben der 

acht Features konnten mit einem positiven Einfluss auf die Prädiktion des dritten Abschnitts 

der MDS-UPDRS assoziiert werden. Bei dem Vergleich der unterschiedlichen Regressions-

modelle und in der Untersuchung der veränderten Anzahl an berücksichtigten sEMG-Elekt-

roden wurden dennoch alle Features berücksichtigt. Der ermittelte maximale Korrelations-

koeffizient hätte vermutlich noch verbessert werden können, wenn auf das schwache Fea-

ture WL verzichtet worden wäre.  

Auf Grund der Anforderungen an die Features im Rahmen der komplexen Aufgabenstellung 

dieser Arbeit ist nicht auszuschließen, dass andere und auch nicht konventionelle Features 

besser geeignet sein könnten zur Abbildung der Charakteristika motorischer Auffälligkeiten 

des iPS als die hier präsentierte Auswahl linearer Features. So könnten insbesondere nicht-

lineare Features der Komplexität und dem nicht-stationären Charakter der elektrischen Sig-

nale muskulärer Aktivität bei Bewegungen wie dem Tapping gerechter werden. AutorInnen 

nachfolgender Studien sollten vermehrt alternative Features und Kombinationen linearer 

und nicht-linearer Features in Betracht ziehen (Ouyang et al., 2014). 

Zur Untersuchung möglicher Redundanzen bei den eingesetzten Features wurden Pearson 

Korrelationen paarweise zwischen den Features ermittelt. Methodenbedingt konnten hier-



 

 

83 Diskussion 

bei ausschließlich lineare Zusammenhänge beurteilt werden. Weitere Analysen wie die Be-

rechnung der Distance Correlation, die Principal-Component-Analyse oder die Ableitung 

der Gewichtung der Features aus den Random-Forest-Regressionsmodellen könnten zu-

sätzlich die Identifikation nicht-linearer Beziehungen der Features ermöglichen. Zudem 

könnten die gewonnen Erkenntnisse über die Redundanzen der Features zur Testung ge-

zielter Featurekombinationen mit einer Reduktion des Gesamtrechenaufwands genutzt 

werden.  

Für die Suche nach der optimalen Anzahl an sEMG-Elektroden wurden mehrere Random-

Forests mit einem Extra-Trees-Algorithmus mit den Parametern von einem bis acht sEMG-

Elektroden gebildet. Hierbei konnten fünf benachbarte Elektroden mit dem größten Korre-

lationskoeffizienten assoziiert werden. Zukünftige Studien könnten das Potential zur Opti-

mierung der elektromyographischen Ableitung durch einen umfangreicheren Vergleich des 

Einflusses der Elektrodenpositionen besser nutzen.  

Die vier Regressionsmodelle, welche in dieser Arbeit zur Prädiktion des Scores des dritten 

Abschnitts der MDS-UPDRS trainiert und getestet wurden, stellen eine Auswahl klassischer 

Modelle flachen maschinellen Lernens aus dem Bereich des Supervised Learnings dar. 

Hierbei konnte das Random-Forest-Regressionsmodell mit einem Extra-Trees-Algorithmus 

die überzeugendsten Resultate präsentieren. Auf Grund der einfacheren Struktur der übri-

gen Modelle erscheint dieses Ergebnis wenig überraschend. Es ist unklar, ob die LR, SVM 

und KNN außerhalb kontrollierter Laborbedingungen ausreichend robust und komplex sind, 

um eine verlässliche Quantifizierung motorischer Beschwerden unter Alltagsbedingungen 

zu gewährleisten. Random-Forest-Algorithmen gemeinsam mit mobilen Sensoren wurden 

bereits häufig erfolgreich beim iPS eingesetzt. Hingegen ist die Zahl an Arbeiten, die einen 

Extra-Trees-Algorithmus als besondere Form eines Random-Forests nutzen, relativ klein 

(Giannakopoulou et al., 2022). Ein Vergleich der Prädiktionsgüte eines klassischen Ran-

dom-Forest-Algorithmus mit der eines Extra-Trees-Algorithmus sollte in zukünftigen Stu-

dien in einem vergleichbarem Kontext wie dem der vorliegenden Arbeit unternommen wer-

den. 

Bei der Betrachtung der wissenschaftlichen Entwicklungen aus den vergangenen Jahre 

wird ersichtlich, dass sich neuronale Netze wie das CNN mittlerweile gegenüber den hier 

verwendeten konventionellen Techniken durchsetzen und bei ähnlichen Fragestellungen 

überzeugendere Ergebnisse präsentieren konnten (Giannakopoulou et al., 2022). In nach-

folgenden Arbeiten sollte daher die Leistung eines neuronalen Netzes in Verbindung mit 

dem hier vorgestellten System gegenüber der eines Extra-Trees-Algorithmus untersucht 

werden. 
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Zur Modellvalidierung und Abschätzung der Prädiktionsgüte diente in dieser Studie die 

Pearson Korrelation zwischen klinisch ermittelten und prädizierten Scores des dritten Ab-

schnitts der MDS-UPDRS. Diese stellt eine zuverlässige Methode zur Abschätzung des 

linearen Zusammenhangs zweier Variablen dar. Ein limitierendes Charakteristikum der 

Pearson Korrelation besteht darin, dass einzelne Ausreißer einen überproportionalen Ein-

fluss auf die Höhe des Korrelationskoeffizienten ausüben können. Wenige fehlerhafte Prä-

diktionen könnten dazu geführt haben, dass die gesamte Qualität eines Modells überpro-

portional zu niedrig bewertet wurde. In welchem Ausmaß dies in der vorliegenden Arbeit 

geschehen ist, bleibt unklar. In zukünftigen Studien sollte eine aktive Identifizierung und 

Entfernung von Ausreißern oder alternativ die Verwendung nicht-parametrischer Tests wie 

der Spearman-Korrelation erfolgen (Kim et al., 2015).  

Anhand des Pearson Korrelationskoeffizienten kann weiterhin keine Aussage darüber ge-

troffen werden, wie groß die tatsächliche Abweichung zwischen klinisch bestimmten und 

prädizierten Scores des dritten Abschnitts der MDS-UPDRS ausfällt. Aus diesem Grund 

sollten zukünftig verstärkt auch alternative Metriken wie der Mean Squared Error, Mean 

Absolute Error oder der R2-Score berücksichtigt werden (Willmott, 1981).  

 

Die Einordnung der Ergebnisse dieser Arbeit in den Kontext vergleichbarer Studien gelingt 

insgesamt nur schwer. Das vorrangige Problem stellen hierbei die große Bandbreite an 

publizierten Studiendesigns und Konzepten mobiler Systeme dar. Darüber hinaus beziehen 

sich die Arbeiten auf unterschiedliche klinische Tests oder nur auf einzelne Übungen des 

dritten Abschnitts der MDS-UPDRS. Grundsätzlich muss diskutiert werden, ob klinische 

Skalen ein sinnvolles Maß zur Validierung eines objektiven Systems darstellen. Die Moti-

vation zur Entwicklung eines solchen Systems beruht schließlich auf den Schwächen der 

gängigen Methoden. Eine gewisse Abweichung von den klinischen Ergebnissen wäre in 

diesem Sinne sogar wünschenswert. Letztlich werden neue Technologien in zukünftigen 

Studien daran gemessen werden müssen, ob ihrer Prädiktionen zu einer besseren klini-

schen Kontrolle der Symptome von iPS-Betroffenen führen als traditionelle Techniken 

(Rodríguez-Molinero et al., 2017).  

4.4 Konklusion und Ausblick 

Die vorliegende Arbeit zeigt, dass eine objektive Quantifizierung motorischer Symptome 

des iPS anhand oberflächlicher elektromyographischer Parameter der Übung Tapping ei-

nes Zeigefingers und Techniken flachen maschinellen Lernens gelingt. Hierbei konnte das 

Myo Gesture Control ArmbandTM als mobile Hardware überzeugen. Die größte Prädiktions-

güte erzielte ein Random-Forest-Regressionsmodell mit einem Extra-Trees Algorithmus, 

wobei es sich hierbei um den komplexesten der getesteten Algorithmen aus dem Bereich 
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des Machine Learning handelt. Trotz erheblicher Redundanzen und des größten Gesamt-

rechenaufwands, erbrachte die kombinierte Verwendung aller erprobten Features in einem 

Vergleich unterschiedlicher Featuresätze die überzeugendsten Resultate. Das Feature 

Waveform Length (WL) stellte sich als einziges der insgesamt acht genutzten Features mit 

einem nachteiligen Effekt auf die Prädiktionsgüte heraus. Weiterhin wurden fünf sEMG-

Sensoren als die optimale Anzahl an Elektroden zur Ableitung der elektromyographischen 

Parameter am Unterarm identifiziert. Die optimale Sampleintervalllänge einer Übungsein-

heit wurde bei vier bis sechs Sekunden eingeordnet. Hierbei zeigte sich, dass auch mit 

einer Reduktion des Rechenaufwands und der berücksichtigten Datenmenge eine Steige-

rung der Prädiktionsgüte erreicht werden kann.  

 

Nach Recherche des Autors handelt es sich hier um die erste Studie, in der eine Kombina-

tion aus oberflächlicher Elektromyographie und maschinellem Lernen zur Prädiktion des 

Scores einer klinischen Skala beim iPS Verwendung fand. Vorangegangene Arbeiten setz-

ten eine Vielzahl unterschiedlicher Sensoren und Methoden zur Verarbeitung der aufge-

zeichneten Daten ein, wobei insbesondere Bewegungssensoren die größte Aufmerksam-

keit zu Teil wurde (Giannakopoulou et al., 2022). Das vorgestellte System bietet einen viel-

versprechenden Ansatz und eine ernstzunehmende Alternative bei der Entwicklung einer 

mobilen Technologie, die eine objektive Einschätzung des motorischen Beschwerdegrads 

von iPS-Betroffenen unabhängig von medizinischem Personal oder Einrichtungen ermögli-

chen und damit die Schwächen aktueller klinischer Verfahren überwinden kann.  

In dieser Studie wurde primär auf Standardtfeaturesätze und klassische Regressionsmo-

delle zurückgegriffen. Zukünftige Arbeiten sollten verstärkt auch unkonventionelle Features, 

alternative Regressionsmodelle sowie neuronale Netze untersuchen, um das volle Potential 

der oberflächlichen Elektromyographie auszuschöpfen. Die Identifizierung der effizientes-

ten Positionierung und Verknüpfung von sEMG-Elektroden ist in dieser Arbeit nicht ab-

schließend unternommen worden. In nachfolgenden Arbeiten sollte eine strukturierte Un-

tersuchung dieser Fragestellung erfolgen und auch Ableitungen der unteren Extremität be-

rücksichtigt werden. sEMG-Sensoren integriert in Handschuhen oder Kleidung könnten zu-

dem erprobt werden, um Bedenken hinsichtlich des Sitzes und des Tragekomforts der 

sEMG-Elektroden zu begegnen (Niazmand et al., 2011).  

 

Erkenntnisse jüngster Studien deuten darauf hin, dass nicht nur eine Art von Sensor, son-

dern Kombinationen unterschiedlicher Sensortypen die beste Lösung zur Erfassung der 

vielfältigen motorischen Symptome des iPS bieten (Rovini et al., 2019). Insbesondere 

Smartphones geraten hierbei auf Grund ihrer breiten Verfügbarkeit und der Vielzahl inte-
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grierter Sensoren zunehmend in den Fokus (Lipsmeier et al., 2018; Little, 2021). Ein Sys-

tem, dem die Verknüpfung eines Smartphones mit der oberflächlichen Elektromyographie 

gelingt, könnte vielversprechende Möglichkeiten eröffnen. Darüber hinaus bieten auch die 

integrierten Bewegungssensoren des Myo Gesture Control ArmbandsTM in der Kombination 

mit den sEMG-Elektroden weiteres Potential zur Steigerung der Prädiktionsgüte.   

 

Das Tapping überzeugte in dieser Arbeit als methodische Grundlage und repräsentative 

motorische Tätigkeit zur Ableitung des motorischen Gesamtstatus. Mittlerweile wird jedoch 

vermehrt das Bedürfnis der PatientInnen nach passiven Messungen alltäglicher Aktivitäten 

diskutiert (Rovini et al., 2019). Es ist daher unklar, welche Relevanz das Tapping als repe-

titive aktive Übung mit hohen Anforderungen an die Compliance zukünftig haben wird. Die 

aussagekräftigste motorische Tätigkeit wird ebenso wie die optimale Sensorkombination, 

der effizienteste Featuresatz und die präziseste Technik maschinellen Lernens in nachfol-

genden Arbeiten weiter untersucht werden müssen. Darüber hinaus sollte auch der Frage 

nach der optimalen Möglichkeit zur Validierung potenzieller Systeme mehr Beachtung ge-

schenkt werden. So erscheint die Betrachtung klinischer Effekte einer Überwachung sinn-

voller als der Vergleich mit den gängigen fehleranfälligen Skalen.  

 

Die Etablierung einer mobilen intelligenten Technologie zum Monitoring motorischer und 

nicht-motorischer Beschwerden bietet das Potential die Diagnostik und die Therapie des 

iPS zukünftig zu revolutionieren. Ihr Einsatz kann gemeinsam mit den Erkenntnissen aus 

den Bereichen der molekularen Bildgebung und der Tiefenhirnstimulation den Weg ermög-

lichen hin zu einer Diagnosestellung bei frühesten Krankheitsmanifestationen sowie einer 

personalisierten präzisen Medizin, welche die Bedürfnisse jedes Betroffenen optimal be-

rücksichtigt (Heijmans et al., 2019). Auch die Notwendigkeit regelmäßiger Vorstellungen 

bei ärztlichen Experten soll mit mobilen Sensoren erheblich reduziert werden. Somit würden 

Kosten im Gesundheitswesen eingespart sowie die Folgen des Mangels an medizinischem 

Personal abgemildert werden können (Giannakopoulou et al., 2022).  

Ob die oberflächliche Elektromyographie Teil dieser mobilen Technologie sein wird, kann 

derzeit nicht mit Sicherheit beantwortet werden. Sie stellt in jedem Fall einen vielverspre-

chenden Kandidaten dar, den es weiter zu untersuchen und zu entwickeln gilt. Damit in 

Zukunft die Zulassung eines mobilen Systems erfolgen kann, sollten nachfolgende Arbeiten 

vermehrt auf doppelt verblindete randomisierte Studiendesigns mit wesentlich größeren 

Versuchskohorten zurückgreifen. 
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5 Zusammenfassung 
Hintergrund: Mit einer Prävalenz von 108 bis 257 pro 100.000 Einwohnern stellt das idio-

pathische Parkinson-Syndrom (iPS) die zweithäufigste neurodegenerative Erkrankung auf 

dem europäischen Kontinent dar. Die Klinik der PatientInnen wird typischerweise durch das 

Auftreten der drei Kardinalsymptome Bradykinese, Tremor und Rigor bestimmt. Der in der 

medikamentösen Therapie als Goldstandard geltende Wirkstoff Levodopa trägt zwar übli-

cherweise zu einer schnellen Linderung der Beschwerden bei, wird aber auch mit häufigen 

Nebenwirkungen wie Dyskinesien und Wirkfluktuationen assoziiert. Aus diesem Grund ist 

eine individuelle Feinjustierung der Therapie hinsichtlich der optimalen Einnahmezeitpunkte 

und der verabreichten Dosen von entscheidender Bedeutung für den Behandlungserfolg. 

Als Entscheidungsgrundlage für die behandelnden TherapeutInnen dienen dazu Dokumen-

tationen der Betroffenen über das Auftreten der Beschwerden im Tagesverlauf sowie klini-

sche Skalen wie die von der Movement Disorder Society überarbeitete Unified Parkinson's 

Disease Rating Scale (MDS-UPDRS). Diese Methoden sind bekanntermaßen mit einer ho-

hen Subjektivität und einem hohen Zeitaufwand verbunden. In den vergangenen Jahren 

wurden daher zahlreiche Arbeiten veröffentlicht, die sich diesen Limitationen angenommen 

haben. Vorrangiges Ziel war die Entwicklung einer mobilen sensorgestützten Technologie, 

die eine objektive Quantifizierung motorischer Beschwerden im häuslichen Umfeld ermög-

lichen soll. Eine Mehrheit der Studien setzte hierbei auf die Verwendung einzelner oder 

mehrerer Bewegungssensoren. Einen alternativen und vielversprechenden Ansatz stellt die 

oberflächliche Elektromyographie dar. Sie ermöglicht eine nicht-invasive Beurteilung mus-

kulärer elektrischer Aktivität unabhängig von der sichtbaren Bewegung und konnte bereits 

erfolgreich im Zusammenhang mit dem iPS getestet werden. Hinsichtlich einer Vorhersage 

der motorischen Symptomschwere unter Zuhilfenahme von maschinellem Lernen lagen 

bislang allerdings keine Erfahrungswerte vor.  
Fragestellung: In dieser Pilotstudie sollte geprüft werden, ob eine objektive Quantifizierung 

motorischer Beschwerden beim iPS anhand oberflächlicher elektromyographischer Mes-

sungen und Techniken maschinellen Lernens gelingt.  

Methoden: Für die vorliegende Studie wurden oberflächliche elektromyographischer Para-

meter von 45 iPS-Betroffenen während der wiederholten Ausführung einer Tapping-Auf-

gabe im medikamentösen „On“- und „Off“-Status erhoben. Die Aufzeichnungen erfolgten 

mit Hilfe eines Myo Gesture Control ArmbandsTM, das am Unterarm der untersuchten Seite 

fixiert wurde. Aus den gewonnenen Daten wurde eine Auswahl an Features extrahiert, um 

unterschiedliche Regressionsmodelle zu trainieren. Ziel war die Vorhersage eines Scores 

des dritten Abschnitts der MDS-UPDRS. Zur Validierung der getesteten Modelle wurde die 

Pearson Korrelation zwischen prädizierten und klinisch bestimmten Werten der MDS-
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UPDRS berechnet. In weiteren Untersuchungen sollten Redundanzen der Features sowie 

der Einfluss unterschiedlicher Sampleintervalllängen wie auch der Anzahl berücksichtigter 

sEMG-Elektroden auf die Prädiktionsgüte ermittelt werden.  

Ergebnisse: Die höchste Prädiktionsgüte (r = 0,853) konnte mit einem Random-Forest-

Regressionsmodell unter Einsatz von acht Features und fünf sEMG-Elektroden bei einer 

Sampleintervalllänge von sechs Sekunden erzielt werden. Die Regressionsmodelle Sup-

port Vector Machine und k-nächste-Nachbarn präsentierten ebenfalls vielversprechende 

Resultate, wohingegen im Zusammenhang mit der linearen Regression wesentlich gerin-

gere Pearson Korrelationskoeffizienten ermittelt wurden. Hinsichtlich der optimalen Samp-

leintervalllänge profitierten die Modelle am ehesten von Ausschnitten mit vier bis sechs Se-

kunden Länge. Eine weitere Verkürzung der Sampleintervalle bedingte eine Abnahme der 

Prädiktionsgüte. Die Berücksichtigung von mehr als fünf sEMG-Elektroden führte ebenfalls 

zu keiner Verbesserung des Korrelationskoeffizienten. Bei der Untersuchung von Korrela-

tionen zwischen den einzelnen Features zeigten sich bei der Mehrzahl der Paare starke 

Zusammenhänge. Das Feature Waveform Length (WL) konnte als einziges der acht getes-

teten Features mit einem nachteiligen Effekt auf die Prädiktionsgüte identifiziert werden. 

Diskussion: In dieser Studie konnte erstmalig die Prädiktion des dritten Abschnitts der 

MDS-UPDRS anhand oberflächlicher elektromyographischer Parameter und klassischer 

Regressionsmodelle gezeigt werden. Aktuell wird zunehmend diskutiert, ob eine Kombina-

tion mehrerer Sensoren am geeignetsten ist, um die unterschiedlichen Ausprägungen mo-

torischer Beschwerden beim iPS im häuslichen Umfeld bestmöglich zu erfassen. Die ober-

flächliche Elektromyographie bietet sich auf der Grundlage der hier gewonnenen Erkennt-

nisse als eine dieser Sensortechnologien an. Zukünftig sollten zur weiteren Verbesserung 

der Prädiktionsgüte auch nicht konventionelle Features sowie neuronale Netze getestet 

werden. Zudem könnte ein passives Monitoring alltäglicher Aktivitäten als methodische 

Grundlage in Erwägung gezogen werden, um die Belastung für die PatientInnen möglichst 

gering zu halten. Um Bedenken hinsichtlich des Tragekomforts der Sensoren zu begegnen, 

wäre ein Einsatz von integrierten Elektroden in Handschuhen oder Kleidung vorstellbar. 

Schlussfolgerungen: Die vorliegende Studie belegt, dass eine objektive Quantifizierung 

motorischer Beschwerden beim iPS mit Hilfe von oberflächlichen elektromyographischen 

Ableitungen einer Tapping Aufgabe und flachen Techniken maschinellen Lernens gelingt.  

In Zukunft könnte hiermit ein mobiles Monitoring der PatientInnen im häuslichen Umfeld zur 

individuellen Optimierung von Therapien und Vorbeugung von Komplikationen ermöglicht 

werden.  
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6 Abstract 
Background: With a prevalence of 108 to 257 per 100.000 inhabitants, Parkinson´s dis-

ease (PD) is the second most common neurodegenerative disorder on the European con-

tinent. The clinical appearance of the patients is typically determined by the occurrence of 

the three cardinal symptoms bradykinesia, tremor and rigidity. Levodopa, the gold standard 

of drug therapy, is usually associated with rapid relief of symptoms but also with frequent 

side effects such as dyskinesia and motor fluctuations. For this reason, individual optimiza-

tion of the therapy with regard to timing and dosage of the medication is crucial for the 

success of the treatment. Therefore, documentation of the patient's symptoms during the 

day and clinical scales such as the Movement Disorder Society-Unified Parkinson's Disease 

Rating Scale (MDS-UPDRS) serve as a basis for decision making by the treating experts.  

These methods are known to be highly subjective and time consuming. In recent years 

numerous papers have been published addressing this issue. The primary goal was to de-

velop a mobile sensor-based technology that would allow objective quantification of motor 

complaints from PD patients in the home environment. In this regard, most of the studies 

relied on the use of single or multiple motion. At the present time, none of the proposed 

systems have been able to establish itself in clinical practice. An alternative and promising 

approach is surface electromyography (sEMG). It allows a non-invasive assessment of 

muscular electrical activity regardless of visible movements and has already been success-

fully tested in connection with the PD. However, there is no experience with predicting the 

severity of motor symptoms using sEMG and machine learning.  

Objective: The purpose of this pilot study was to test whether objective quantification of 

motor complaints in iPS can be achieved using surface electromyographic measurements 

and machine learning techniques. 
Methods: For the present study, surface electromyographic parameters were recorded 

from 45 patients with PD during repeated performance of a tapping task in the medicated 

“on” and “off” state. Recordings were made using a Myo Gesture control armbandTM fixed 

to the forearm on the examined side. A selection of features was extracted from the col-

lected data to train distinct regression models. The aim was to predict a score of the third 

part of the MDS-UPDRS. To validate the tested models, the correlation between predicted 

and clinically determined scores of the MDS-UPDRS was calculated. In further investiga-

tions, redundancies of the features as well as the influence of different sample intervals and 

the number of considered sEMG electrodes were examined.  
Results: The highest predictive quality (r = 0,853) was achieved with a random forest re-

gression model using eight features and five sEMG electrodes with a sample interval of six 
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seconds. The support vector machine and k-nearest neighbor regression models also pre-

sented promising results, whereas significantly lower Pearson correlation coefficients were 

obtained in the context of linear regression. In terms of the ideal sample interval, the models 

were most likely to benefit from intervals with four to six seconds in length. Further shorten-

ing of sample intervals caused a decrease in prediction quality. Consideration of more than 

five sEMG electrodes also did not improve the correlation coefficient. When correlations 

between features were examined, most pairs showed strong relations. The feature Wave-

form Length (WL) was identified as the only one of the eight tested features with an adverse 

effect on the prediction quality. 

Discussion: In this study, the prediction of the third part of MDS-UPDRS was demonstrated 

for the first time using surface electromyographic parameters and classic regression mod-

els. Currently, there is an increasing debate whether a combination of several sensors might 

be the most appropriate to best capture the different manifestations of motor complaints in 

PD in the home environment. Based on the knowledge gained here, surface electromyog-

raphy offers itself as one of these sensor technologies. In the future, non-conventional fea-

tures as well as neural networks should be tested to further improve the predictive quality. 

In addition, passive monitoring of everyday activities could be considered as the methodo-

logical basis to keep the burden for patients low. To address concerns regarding the wear-

ing comfort of the sEMG sensors, the use of integrated electrodes in gloves or clothing 

could be conceivable. 

Conclusions:  The present study demonstrates that objective quantification of motor com-

plaints in PD can be achieved using surface electromyographic recordings of a tapping task 

and shallow machine learning techniques.  In the future, this could enable mobile monitoring 

of patients in the home environment for individual optimization of therapies and prevention 

of complications. 
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9 Anhang 
9.1 Ergänzende Empfehlungen 

MDS-UPDRS: Über den folgenden Link ist die MDS-UPDRS in ihrer aktuellen Version ein-

sehbar:  

https://www.movementdisorders.org/MDS-Files1/PDFs/Rating-Scales/MDS-

UPDRS_English_FINAL.pdf 

 

Skripte: Die in dieser Studie genutzten Matlab-Skripte können über folgenden Link einge-

sehen werden: 
https://github.com/dpedrosac/onoff_svm 

9.2 Ergänzende Tabellen 

Anhang 9.2.1: Individuelle Charakteristika der ProbandInnen 

ProbandIn Geschlecht Alter (Jahre) Hoehn und Yahr LED (mg) Dominante Seite 

1 Weiblich 60,8 3,00 560,63 Rechts 

2 Männlich 66,7 4,00 521,25 Rechts 

3 Männlich 54,3 2,00 1235,00 Rechts 

4 Männlich 57,8 2,50 1135,63 Links 

5 Männlich 47,5 2,00 1341,25 Rechts 

6 Männlich 57,6 4,00 1097,81 Rechts 

7 Männlich 53,5 1,50 50,00 Links 

8 Männlich 77,1 1,00 300,00 Links 

9 Männlich 71,2 1,00 932,00 Rechts 

10 Männlich 59,6 2,00 159,00 Links 

11 Männlich 48,5 3,00 458,00 Rechts 

12 Männlich 69,6 1,50 0,00 Rechts 

13 Männlich 72,4 2,00 1588,06 Links 

14 Männlich 58,8 4,00 663,75 Links 

15 Männlich 53,6 4,00 946,88 Links 

16 Männlich 69,3 3,00 400,00 Rechts 

17 Männlich 64,8 3,00 642,50 Rechts 

18 Männlich 51,8 2,00 680,00 Rechts 

19 Männlich 52,3 4,00 1346,25 Links 

20 Weiblich 57,00 2,00 199,50 Links 

21 Weiblich 41,7 2,50 795,00 Links 

22 Männlich 66,6 2,00 0,00 Links 
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Hoehn und Yahr: Punktewert in der Hoehn und Yahr Skala; LED: Levodopa-Äquivalenzdo-

sis; Dominante Seite: Stärker vom iPS betroffene Körperhälfte 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

23 Weiblich 64,6 5,00 505,13 Links 

24 Männlich 70,2 5,00 725,00 Rechts 

25 Männlich 50,6 1,00 0,00 Rechts 

26 Weiblich 51,6 2,00 0,00 Links 

27 Männlich 49,0 1,50 60,00 Rechts 

28 Männlich 49,1 2,00 0,00 Links 

29 Weiblich 65,3 4,00 1412,00 Rechts 

30 Männlich 55,7 4,00 986,00 Rechts 

31 Männlich 61,1 3,00 420,00 Rechts 

32 Männlich 62,1 3,00 518,00 Rechts 

33 Männlich 70,7 4,00 569,38 Links 

34 Weiblich 55,5 4,00 751,04 Rechts 

35 Weiblich 49,7 2,00 100,00 Rechts 

36 Weiblich 70,5 2,00 450,00 Links 

37 Männlich 52,5 3,00 0,00 Rechts 

38 Weiblich 60,6 2,00 1512,00 Rechts 

39 Männlich 68,3 4,00 898,00 Links 

40 Männlich 70,9 5,00 1457,56 Rechts 

41 Männlich 60,4 2,50 1374,50 Rechts 

42 Weiblich 65,7 0,00 160,00 Links 

43 Männlich 46,4 0,00 855,00 Rechts 

44 Männlich 59,9 0,00 952,00 Links 

45 Männlich 41,7 2,00 120,00 Links 
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Anhang 9.2.2: Korrelationen der Untersuchung 1  
 
Nummer Modell Feature-

satz 
Samplein-
tervall (s) 

  Trainings- 
  daten 

Test- 
daten 

Korrelation Korrelation 
Untere Grenze 

Korrelation 
Obere Grenze 

1 lm all 1 1259 140 0,36468 0,21157 0,50031 

2 lm du 1 1259 140 0,31292 0,15506 0,45519 

3 lm rms 1 1259 140 0,27295 0,11212 0,41984 

4 lm hudgins 1 1259 140 0,33384 0,17778 0,47351 

5 knn all 1 1259 140 0,48622 0,34842 0,60344 

6 knn du 1 1259 140 0,48622 0,34842 0,60344 

7 knn rms 1 1259 140 0,51419 0,38076 0,62663 

8 knn hudgins 1 1259 140 0,24554 0,08302 0,39534 

9 svm all 1 1259 140 0,52861 0,39757 0,63852 

10 svm du 1 1259 140 0,51404 0,38059 0,62651 

11 svm rms 1 1259 140 0,48284 0,34454 0,60063 

12 svm hudgins 1 1259 140 0,51362 0,38011 0,62617 

13 ranger all 1 1259 140 0,59020 0,47035 0,68867 

14 ranger du 1 1259 140 0,56584 0,44138 0,66895 

15 ranger rms 1 1259 140 0,61427 0,49925 0,70802 

16 ranger hudgins 1 1259 140 0,54139 0,41254 0,64900 

17 lm all 2 1259 140 0,36708 0,21422 0,50239 

18 lm du 2 1259 140 0,34948 0,19488 0,48714 

19 lm rms 2 1259 140 0,23193 0,06867 0,38309 

20 lm hudgins 2 1259 140 0,32153 0,16439 0,46275 

21 knn all 2 1259 140 0,47306 0,33332 0,59247 

22 knn du 2 1259 140 0,47306 0,33332 0,59247 

23 knn rms 2 1259 140 0,51149 0,37763 0,62441 

24 knn hudgins 2 1259 140 0,31333 0,15551 0,45555 

25 svm all 2 1259 140 0,47028 0,33014 0,59014 

26 svm du 2 1259 140 0,47057 0,33047 0,59038 

27 svm rms 2 1259 140 0,50015 0,36449 0,61502 

28 svm hudgins 2 1259 140 0,42304 0,27654 0,55032 

29 ranger all 2 1259 140 0,60856 0,49237 0,70344 

30 ranger du 2 1259 140 0,58972 0,46978 0,68829 

31 ranger rms 2 1259 140 0,59967 0,48169 0,69630 

32 ranger hudgins 2 1259 140 0,55204 0,42507 0,65771 

33 lm all 3 1259 140 0,33131 0,17503 0,47131 

34 lm du 3 1259 140 0,26734 0,10614 0,41484 

35 lm rms 3 1259 140 0,19283 0,02782 0,34761 

36 lm hudgins 3 1259 140 0,22351 0,05983 0,37549 

37 knn all 3 1259 140 0,54850 0,42090 0,65482 

38 knn du 3 1259 140 0,54850 0,42090 0,65482 

39 knn rms 3 1259 140 0,50622 0,37152 0,62005 

40 knn hudgins 3 1259 140 0,24589 0,08339 0,39565 

41 svm all 3 1259 140 0,35963 0,20601 0,49594 

42 svm du 3 1259 140 0,34487 0,18983 0,48313 

43 svm rms 3 1259 140 0,36271 0,20941 0,49861 
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44 svm hudgins 3 1259 140 0,28470 0,12468 0,43028 

45 ranger all 3 1259 140 0,57647 0,45398 0,67757 

46 ranger du 3 1259 140 0,56954 0,44576 0,67195 

47 ranger rms 3 1259 140 0,54991 0,42256 0,65597 

48 ranger hudgins 3 1259 140 0,51947 0,38691 0,63099 

49 lm all 4 1259 140 0,47768 0,33861 0,59632 

50 lm du 4 1259 140 0,44666 0,30322 0,57030 

51 lm rms 4 1259 140 0,22919 0,06579 0,38062 

52 lm hudgins 4 1259 140 0,40489 0,25620 0,53487 

53 knn all 4 1259 140 0,70541 0,61101 0,78002 

54 knn du 4 1259 140 0,70541 0,61101 0,78002 

55 knn rms 4 1259 140 0,68216 0,58214 0,76184 

56 knn hudgins 4 1259 140 0,38955 0,23910 0,52174 

57 svm all 4 1259 140 0,49382 0,35718 0,60977 

58 svm du 4 1259 140 0,47793 0,33890 0,59653 

59 svm rms 4 1259 140 0,44648 0,30302 0,57015 

60 svm hudgins 4 1259 140 0,45077 0,30789 0,57376 

61 ranger all 4 1259 140 0,72576 0,63650 0,79584 

62 ranger du 4 1259 140 0,70737 0,61346 0,78155 

63 ranger rms 4 1259 140 0,69935 0,60346 0,77530 

64 ranger hudgins 4 1259 140 0,66859 0,56540 0,75117 

65 lm all 5 1259 140 0,38277 0,23157 0,51591 

66 lm du 5 1259 140 0,36116 0,20770 0,49726 

67 lm rms 5 1259 140 0,19867 0,03389 0,35294 

68 lm hudgins 5 1259 140 0,37524 0,22323 0,50943 

69 knn all 5 1259 140 0,62738 0,51509 0,71850 

70 knn du 5 1259 140 0,62738 0,51509 0,71850 

71 knn rms 5 1259 140 0,58936 0,46935 0,68799 

72 knn hudgins 5 1259 140 0,34368 0,18853 0,48210 

73 svm all 5 1259 140 0,52125 0,38899 0,63246 

74 svm du 5 1259 140 0,50436 0,36936 0,61851 

75 svm rms 5 1259 140 0,46387 0,32281 0,58477 

76 svm hudgins 5 1259 140 0,49293 0,35616 0,60903 

77 ranger all 5 1259 140 0,71892 0,62791 0,79054 

78 ranger du 5 1259 140 0,69966 0,60385 0,77554 

79 ranger rms 5 1259 140 0,70270 0,60764 0,77791 

80 ranger hudgins 5 1259 140 0,66882 0,56568 0,75135 

81 lm all 6 1259 140 0,44516 0,30153 0,56904 

82 lm du 6 1259 140 0,39406 0,24411 0,52560 

83 lm rms 6 1259 140 0,24493 0,08237 0,39479 

84 lm hudgins 6 1259 140 0,35438 0,20025 0,49139 

85 knn all 6 1259 140 0,65661 0,55070 0,74172 

86 knn du 6 1259 140 0,65661 0,55070 0,74172 

87 knn rms 6 1259 140 0,64188 0,53271 0,73004 

88 knn hudgins 6 1259 140 0,49198 0,35506 0,60824 

89 svm all 6 1259 140 0,56072 0,43532 0,66479 

90 svm du 6 1259 140 0,52077 0,38843 0,63207 
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91 svm rms 6 1259 140 0,40502 0,25634 0,53498 

92 svm hudgins 6 1259 140 0,40003 0,25077 0,53071 

93 ranger all 6 1259 140 0,73914 0,65336 0,80618 

94 ranger du 6 1259 140 0,72702 0,63808 0,79681 

95 ranger rms 6 1259 140 0,72883 0,64036 0,79822 

96 ranger hudgins 6 1259 140 0,71336 0,62095 0,78622 

97 lm all 7 1259 140 0,31779 0,16034 0,45947 

98 lm du 7 1259 140 0,26898 0,10789 0,41630 

99 lm rms 7 1259 140 0,15795 -0,00816 0,31559 

100 lm hudgins 7 1259 140 0,22957 0,06619 0,38096 

101 knn all 7 1259 140 0,65362 0,54704 0,73935 

102 knn du 7 1259 140 0,65827 0,55273 0,74303 

103 knn rms 7 1259 140 0,61287 0,49756 0,70690 

104 knn hudgins 7 1259 140 0,45810 0,31623 0,57993 

105 svm all 7 1259 140 0,44964 0,30661 0,57282 

106 svm du 7 1259 140 0,43298 0,28775 0,55875 

107 svm rms 7 1259 140 0,32585 0,16908 0,46653 

108 svm hudgins 7 1259 140 0,35117 0,19673 0,48861 

109 ranger all 7 1259 140 0,73629 0,64976 0,80399 

110 ranger du 7 1259 140 0,70679 0,61274 0,78111 

111 ranger rms 7 1259 140 0,69034 0,59227 0,76826 

112 ranger hudgins 7 1259 140 0,67092 0,56827 0,75301 

 

Dargestellt sind die Pearson Korrelationskoeffizienten inklusive 95%-Konfidenzintervalle 

der unterschiedlichen Regressionsmodelle bei Sampleintervalllängen von einer bis sieben 

Sekunden bei Verwendung der sEMG-Elektroden Nummer vier, fünf und acht sowie ver-

schiedener Featuresätze. 

lm: Lineares Regressionsmodell; knn: 𝑘-nächste-Nachbarn Regressionsmodell; svm: Sup-

port Vector Machine Regressionsmodell; ranger: Random Forest Regressionsmodell mit 

einem Extra Trees Algorithmus; all: Alle Features; du: Dus Featuresatz; hudgins: Hudgins 

Featuresatz; rms: Root mean square; Sampleintervall (s): Sampleintervalllänge in Sekun-

den, Trainingsdaten: Anzahl der Daten zum Training des Modells; Testdaten: Anzahl der 

Daten zur Testung des Modells 
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Anhang 9.2.3: Korrelationen der Untersuchung 2 

 

Nummer Modell Feature-
satz 

Samplein-
tervall (s) 

  Trainings- 
  daten 

Test- 
daten 

Korrelation Korrelation 
Untere Grenze 

Korrelation 
Obere Grenze 

1 ranger exIAV 6 1259 140 0,71378 0,62147 0,78654 

2 ranger exMAV 6 1259 140 0,71668 0,62510 0,78879 

3 ranger exRMS 6 1259 140 0,71592 0,62415 0,78820 

4 ranger exWAMP 6 1259 140 0,71667 0,62509 0,78879 

5 ranger exWL 6 1259 140 0,74500 0,66076 0,81070 

6 ranger exZC 6 1259 140 0,72785 0,63912 0,79746 

7 ranger exSSC 6 1259 140 0,72763 0,63884 0,79729 

8 ranger exVAR 6 1259 140 0,72941 0,64109 0,79867 

9 ranger inIAV 6 1259 140 0,70077 0,60523 0,77641 

10 ranger inMAV 6 1259 140 0,69847 0,60236 0,77461 

11 ranger inRMS 6 1259 140 0,74240 0,65748 0,80870 

12 ranger inWAMP 6 1259 140 0,61495 0,50006 0,70856 

13 ranger inWL 6 1259 140 0,04029 -0,12645 0,20483 

14 ranger inZC 6 1259 140 0,45773 0,31581 0,57962 

15 ranger inSSC 6 1259 140 0,49596 0,35965 0,61154 

16 ranger inVAR 6 1259 140 0,71479 0,62274 0,78733 

 

Dargestellt sind die Pearson Korrelationskoeffizienten inklusive 95%-Konfidenzintervalle 

unterschiedlicher Random-Forest Regressionsmodelle mit einem Extra Trees Algorithmus 

bei einer Sampleintervalllänge von sechs Sekunden bei Verwendung der sEMG-Elektroden 

Nummer vier, fünf und acht sowie unterschiedlicher Featuresätze. Die Featuresätze beste-

hen entweder aus einem oder sieben Features, wobei jedes Feature einmal alleinig genutzt 

bzw. einmal alleinig ausgelassen wird.  

ranger: Random Forest Regressionsmodell mit einem Extra Trees Algorithmus; exIAV: Alle 

Features außer IAV; exMAV: Alle Features außer MAV; exRMS: Alle Features außer RMS; 

exWAMP: Alle Features außer WAMP; exWL: Alle Features außer WL; exZC: Alle Features 

außer ZC; exSSC: Alle Features außer SSC; exVAR: Alle Features außer VAR; inIAV: Aus-

schließlich IAV; inMAV: Ausschließlich MAV; inRMS: Ausschließlich RMS; inWAMP: Aus-

schließlich WAMP; inWL: Ausschließlich WL; inZC: Ausschließlich ZC; inSSC: Ausschließ-

lich SSC; inVAR: Ausschließlich VAR; Sampleintervall (s): Sampleintervalllänge in Sekun-

den, Trainingsdaten: Anzahl der Daten zum Training des Modells; Testdaten: Anzahl der 

Daten zur Testung des Modells 
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Anhang 9.2.4: Korrelationen der Untersuchung 3 

 

Elektroden Modell Feature-
satz 

Samplein-
tervall (s) 

  Trainings- 
  daten 

Test- 
daten 

Korrelation Korrelation 
Untere Grenze 

Korrelation 
Obere Grenze 

1 ranger all 6 1259 140 0,35834 0,20460 0,49483 

1,2 ranger all 6 1259 140 0,51327 0,37970 0,62588 

1,2,3 ranger all 6 1259 140 0,66670 0,56308 0,74969 

1,2,3,4 ranger all 6 1259 140 0,75755 0,67669 0,82035 

1,2,3,4,5 ranger all 6 1259 140 0,85288 0,80020 0,89250 

1,2,3,4,5,6 ranger all 6 1259 140 0,79965 0,73068 0,85246 

1,2,3,4,5,6,7 ranger all 6 1259 140 0,83013 0,77032 0,87546 

1,2,3,4,5,6,7,8 ranger all 6 1259 140 0,83384 0,77517 0,87825 

 

Dargestellt sind die Pearson Korrelationskoeffizienten inklusive 95%-Konfidenzintervalle 

unterschiedlicher Random-Forest Regressionsmodelle mit einem Extra Trees Algorithmus 

bei einer Sampleintervalllänge von sechs Sekunden bei Verwendung von einer bis acht 

sEMG-Elektroden und allen Features.  

Elektroden: Nummern der genutzten sEMG-Elektroden; ranger: Random Forest Regressi-

onsmodell mit einem Extra Trees Algorithmus; all: Alle Features; Sampleintervall (s): Samp-

leintervalllänge in Sekunden, Trainingsdaten: Anzahl der Daten zum Training des Modells; 

Testdaten: Anzahl der Daten zur Testung des Modells 
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9.3 Case Report Form 
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